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Abstrakt  

Předkládaná metodika má za cíl navrhnout komplexní systém celoplošného hodnocení 

zdravotního stavu lesních porostů České republiky na základě analýzy satelitních dat Sentinel-

2. Metodika řeší celý proces od zpracování zdrojových satelitních dat pomocí zcela nového 

přístupu založeného na využití všech dostupných satelitních pozorování a jejich zpracování do 

formy bezoblačných mozaik České republiky za využití přístupu analýzy velkých dat. V 

následném kroku jsou produkty odvozené z těchto bezoblačných mozaik (vegetační indexy a 

jiné analýzy obrazu) porovnány s rozsáhlou databází pozemního šetření zdravotního stavu 

lesních porostů (hodnoty indexu listové plochy vzorkované v rámci vývoje metodiky - dále 

LAI, databáze defoliací porostů ICPForests, hyperspektrální letecká data pro vybrané zájmové 

území, globální databáze detekce těžby). Pro produkty s nejlepším vztahem k pozemním 

hodnotám indexu listové plochy je vyvinut predikční statistický model zisku hodnot LAI ze 

satelitních dat. Zdravotní stav porostů je hodnocen na základě sledování meziroční změny 

hodnot LAI pro bezoblačné mozaiky generované v maximu vegetační fáze vegetace, kde jsou 

jednotlivé pixely zařazeny do čtyř tříd zdravotního stavu dle míry růstu či poklesu LAI ve 

sledovaném období. Finální hodnocení zdravotního stavu je aplikováno na úrovni 

katastrálních území, kde je každé katastrální území zařazeno do čtyř tříd zdravotního stavu na 

základě procentického zastoupení porostů nejnižší třídy zdravotního stavu (výrazný pokles 

LAI) k celkové lesnatosti porostů do 80 let věku.  

 

Klíčová slova: lesní porosty, zdravotní stav, satelitní data, Sentinel-2, index listové plochy, 

monitoring 

 

Abstract 

This methodology aims to design a comprehensive system of nationwide assessment of the 

state of health of the Czech Republic based on Sentinel-2 satellite data analysis. The 

methodology addresses the entire process from the pre-processing of source satellite data 

using a novel approaches based on analysis of all-available satellite observations and their 

processing in the form of cloud-free mosaics of the Czech Republic using big data approach. 

In the next step, the products derived from cloud-free mosaics (vegetation indexes and other 

image analysis) are compared against extensive database of ground survey of forest health 

status (values of the leaf area index sampled as part of the development of the methodology - 

further denoted as LAI, database of tree defoliation ICPForests, airborne hyperspectral data 

acquired for selected study area, global forest losses database). For products with the best 

relationship to in-situ data, a predictive statistical model to yield LAI from satellite 

observations is developed. Forest health status is evaluated on the basis of yearly changes of 

the LAI values for cloud-free mosaics generated in the vegetation maximum. Individual pixels 

are classified into four health classes according to LAI growth rate or decrease in the observed 

period. The final assessment of the state of health is applied at the cadastral level, where each 

cadastral area is classified into four health classes based on the fraction of the lowest health 

status stands with significant LAI decrease to the total forest cover for stands up to 80 years of 

age. 

 

Keywords: forests, health status, satellite data, Sentinel-2, leaf area index, monitoring 
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1. Úvod 

1.1 Dálkový průzkum Země 

 

Data dálkového průzkumu Země (DPZ) poskytují nezastupitelný zdroj informací o stavu 

naší planety. Oproti in-situ terénním šetření mají potenciál pro plošný pravidelný monitoring 

aktuálního stavu a dlouhodobých trendů zdravotního stavu vegetace (Jones a Vaughan, 2010; 

Rautiainen et al. 2010). Z definice jsou DPZ daty jakákoliv nedestruktivní distanční 

pozorování objektu, pro účely této metodiky se však omezíme na využití dat pasivních 

optických senzorů DPZ (rozdíl mezi aktivním a pasivním senzorem DPZ popisuje obrázek 1). 

Systémy pasivního optického DPZ snímají energii elektromagnetické záření Slunce po jeho 

interakci ze zkoumaným objektem. Sluneční záření může být objektem absorbováno, 

propuštěno, či odraženo. Senzor DPZ tak zachytí energii odraženého slunečního záření, které 

bylo ovlivněno vlastnostmi zkoumaného povrchu. Z pohledu DPZ je tak možno získat 

informaci o povrchu (např. lesním porostu) která přímo ovlivní odražené elektromagnetické 

záření (např. pokles množství chlorofylů v listoví vede ke snížení absorpce světla ve 

viditelném záření). Definice zdravotního stavu z pohledu DPZ a možnosti hodnocení 

vybraných vlastností vegetace je detailněji rozvedena v následujících kapitolách. 

 

Obrázek 1. Princip aktivního (vlevo) a pasivního (vpravo) dálkového průzkumu Země. 

Upraveno podle http://www.cropcopter.co/remote-sensing-101/ 

 

Senzory DPZ mohou být umístěny na letadlech či UAV systémech anebo mohou být neseny 

na satelitech (obrázek 2). Každá z těchto platforem má jiné charakteristiky a potenciální 

využití. Zjednodušeně můžeme tvrdit, že prostorové rozlišení se zmenšuje, když přecházíme z 

leteckého na satelitní DPZ, zatímco potenciál pro pravidelný monitoring (kapacita pro 

opakované snímání rozsáhlého území) se zvyšuje. Informační obsah a interpretce dat DPZ se 

odvíjí od mnoha faktorů - např. prostorovém a spektrálním rozlišení dat, datu snímkování a 

krajinném pokryvu (Toth a Jóźków, 2016). Obecně ovšem platí, že zkoumaný fenomén musí 
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odpovídat prostorovému rozlišení dat DPZ (změny pozorovatelné na úrovni individuálního 

stromu, porostu, či ekosystému), musí se projevovat v pozorovaných vlnových délkách 

odrazivosti povrchu (změny v odrazivosti viditelného či infračerveného světla) a v daném 

čase (např. fenologické fáze vegetace). Volba vhodného typu senzoru a nosiče tak vždy záleží 

na použití typu aplikace - pro lokální studii na úrovni individuálních stromů jsou vhodná data 

vysokého prostorového rozlišení (typicky snímaná letecky, či za pomocí UAV), zatímco pro 

studium plošného fenoménu na úrovni států a kontinentů jsou vhodná satelitní data středního 

a nízkého prostorového rozlišení. Porovnání jednotlivých platforem DPZ a jejich potenciálu 

pro hodnocení zdravotního stavu lesa dále rozvíjíme v samostatných kapitolách. 

 

Obrázek 2. Ukázka různých nosičů senzorů pasivního dálkového průzkumu Země. 

1.2 Zdravotní stav lesa z pohledu DPZ 

 

Lesy se potýkají s mnoha typy ohrožení - např. odlesněním, klimatickými změnami, 

suchem, introdukcí invazivních druhů, znečištěním ovzduší, acidifikací a erozí půd, invazí 

lesních škůdců (podkorní a dřevokazný hmyz, houby), nebo disturbancí ohněm či větrnou 

kalamitou (Neumann, 2017; Millar a Stephenson, 2016). Všechny tyto aspekty se projevují ve 

zhoršení zdravotního stavu lesa. Na úrovni stromu je zdravotní stav typicky hodnocen jako 

přítomnost / nepřítomnost nemoci či poškození stromu. V tradičních lesnických přístupech se 

typicky hodnotí údaje na úrovni jednotlivých stromů - např. vizuálním odhadem míry 

defoliace, barevných změn listoví, změn ve tvaru a struktuře koruny a větví, napadení 

podkorním hmyzem, sledováním množství suchých stromů a větví na ploše nebo 

mechanického poškození. Řada z těchto parametrů se hodnotí binárně (přítomnost / absence 

fenoménu), na měřítku jednotlivých stromů (Ferretti, 1997). Celoevropsky je takto hodnocen 

zdravotní stav např. v rámci programu International Co-operative Programme on Assessment 

and Monitoring of Air Pollution Effects on Forests (EU/ICP Forests; Lorenz, 1995), některé z 
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parametrů jsou rovněž hodnoceny v rámci Národní inventarizace lesů České republiky (NIL; 

Hájek a Adolt, 2010).  

Pro účely interpretace dat DPZ potřebujeme sledovat parametry, které se projevují spojitě 

změnou spektrální odrazivosti vegetace na různých prostorových úrovních. Pro tyto účely byl 

v posledních letech zaveden koncept tzv. spectral plant traits (SPT, česky „spektrálních rysů 

rostlin“). SPT jsou biochemické, strukturní, morfologické či fenologické parametry rostlin, 

které se projevují změnou odrazivosti vegetace a dají se tak přímo získat z dat DPZ (Lausch et 

al. 2016). V tabulce 1 uvádíme stručný přehled SPT a předchozích studií, které se jejich zisku 

věnovaly. 

 

biochemick® a biofyzik§ln² vlastnosti reference 

obsah pigmentů (chlorofyl a+b, karotenoidy, xantophyll) [1-4] 

Dusík [5-7] 

Fosfor [8-9] 

Lignin [10] 

množství vody v pletivech [11-12] 

fyziologick® a funkļn² vlastnosti 

fotosyntéza [13-15] 

evapotranspirace [16-17] 

fenologie a senescence 

vývoj listu [18-19] 

fenologie na úrovni porostu [20-21] 

agregovan® vlastnosti 

primární produkce rostlin (GPP / NPP) [22-24] 

podíl fofosynteticky aktivního záření absorbované rostlinou (fAPAR) [25-26] 

biomasa / index listové plochy (LAI) [27-28] 

druhov® sloģen² 

druhové složení, dominantní dřevina [29-31] 

detekce invazivních druhů [32-34] 

 

Tabulka 1. Přehled SPT relevantních pro hodnocení zdravotního stavu lesů pomocí dat 

pasivního optického DPZ. Červeně jsou vyznačeny nejčastěji získávané SPT z dat DPZ. 

Upraveno dle Lausch et al. 2016. 

Hodnocení zdravotního stavu lesů z dat DPZ je založeno na hodnocení SPT skrze sledovanou 

odrazivost porostu a jeho vývoj v čase. Typická křivka odrazivosti vegetace a vlnové délky 

rámcově citlivé na jednotlivé SPT je znázorněna na obrázku 3. Samotná absolutní hodnota 

odrazivosti vegetace je citlivá na strukturu porostu, úroveň zpracování dat, či stav atmosféry. 

Tento problém částečně řeší tzv. vegetační indexy - matematické kombinace pozorování ve 

dvou či více spektrálních kanálech, které převádí absolutní hodnoty odrazivosti povrchu na 

jejich podíly, či rozdíly. Sledováním nikoliv absolutních hodnot, ale relativního kontrastu 

odrazivostí se částečně zbavíme některých nejistot pozorování. Na tomto jednoduchém 

principu je založena celá řada vegetačních indexů. Historicky prvním úspěšným přístupem 

pro hodnocení zdravotního stavu vegetace bylo využití vegetačního indexu NDVI (Goward et 

al. 1991). Jedná se o normalizovaný rozdíl pozorování v červených a blízkých infračervených 

vlnových délkách. Je známo, že chřadnutí porostu je projevuje poklesem odrazivosti v 



 

8 

blízkém infračerveném záření. Toto je důsledkem poklesu biomasy a množství 

fotosyntetického aparátu vegetace - vegetační index NDVI tak hodnotí celkovou “zelenost” 

vegetace. Problémem tohoto indexu je však jeho saturace při vysokých hodnotách biomasy a 

korunového zápoje (při růstu biomasy index ztrácí svou citlivost a zůstává konstantní). 

Dalšími příklady vegetačních indexů použitých pro studium zdravotního stavu vegetace srze 

změnu jeho biomasy / zelenosti jsou indexy EVI či RSR. Jiný typ vegetačních indexů využívá 

pozorování v blízkém a středním infračerveném záření, které je citlivé na změny množství 

vody v porostu (Gao, 1996). Pokles množství vody v porostu se projeví růstem odrazivosti ve 

středních vlnových délkách. Zde patří vegetační indexy MSI či NDII, které byly s úspěchem 

použity pro klasifikaci stupňů poškození lesních porostů. Některé fenomény spojené se 

změnou zdravotního stavu lesa se projevují v úzkém rozsahu vlnových délek - je např. známo, 

že zhoršení zdravotního stavu vegetace se projeví posunem absorpčního maxima chlorofylů a 

inflekčního bodu pásma red-edge (místa prudkého nárůstu odrazivosti mezi viditelným a 

blízkým infračerveným zářením) ke kratším vlnovým délkám - tzv. “blue shift” (Rock et al. 

1988). Pokud máme k dispozici senzor s dostatečným spektrálním rozlišením, tak můžeme 

studovat i tento posun absorbčního maxima, resp. inflekčního bodu, např. pomocí indexu 

REIP (obrázek 4). Do budoucna se jeví jako perspektivní sledování tzv. fluorescence vegetace 

- energie slunečního záření re-emitované rostlinou během procesu fotosyntézy (Meroni et al. 

2009). Sledováním fluorescence tak budeme schopni přímo hodnotit procesy spojené s 

fotosyntézou rostlin, např. efektivitu využití světla pro fotosyntézu (“light use efficiency”). 

Zprostředkovaně skrze tzv. xantofylový cyklus (přeměnu barviva violaxantin na zeaxantin) 

tento jev hodnotí index PRI (Gamon, 1992; Garbulsky et al. 2011), praktickému využití pro 

sledování zdravotního stavu vegetace ovšem brání nedostatek dat vysokého spektrálního 

rozlišení a komplikovaná interpretace tohoto vegetačního indexu. 

 

Obrázek 3. Typická křivka odrazivosti vegetace v oblasti vlnových délek od viditelného do 

středního infračerveného záření a jejich citlivost na vybrané biochemické a strukturální 

parametry vegetace (SPT). Upraveno dle: 
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http://gsp.humboldt.edu/olm_2016/Courses/GSP_216_Online/lesson2-1/vegetation.html 

 

 

 

Obrázek 4. Fenomén tzv. „modrého posunu“ pásma red-edge z důvodu stresového faktoru 

působícího na vegetaci. Upraveno dle snímku z Wageningen university. 

Kromě vegetačních indexů se pro studium zdravotního stavu lesů z dat DPZ s úspěchem 

využívá rovněž tzv. Tasseled cap analýza obrazu - matematická transformace původních 

spektrálních kanálů na několik komponent (Crist a Cicone, 1984). Nejčastěji jsou využívány 

komponenty jasu (“brightness”), zelenosti (“greeness”) a vlhkosti (“wetness”). Jedná se o 

přístup analogický k analýze hlavních komponent (“principal component analysis”), kde je 

rovněž sada spektrálních pozorování redukována do několika komponent s maximální 

variabilitou. Pro studium zdravotního stavu lesa se jako perspektivní jeví Tasseled cap 

komponenta vlhkosti “wetness”, resp. rozdíl komponent vlhkosti a jasu (Obrázek 5). 
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Obrázek 5. Komponenty „brightness“, „greenness“ a „wetness“ Tasseled Cap transformace a 

jejich vztah v 3D datovém prostoru. 

Posledním, zdaleka nejkomplexnějším, přístupem k hodnocení zdravotního stavu lesů je 

přímý zisk SPT pomocí inverze fyzikálně založených modelů odrazivosti vegetace (tzv. 

“radiative transfer models”). Zde je v prvém kroku simulována databáze odrazivosti vegetace 

pro všechny specifikované kombinace struktury a optických vlastností scény (listoví, 

podrostu, kmene apod.). Tato databáze je v následném kroku porovnávána oproti reálným 

datům DPZ (Zarco-Tejada et al. 2001; Malenovský et al. 2013). Simulace, která nejlépe 

odpovídá pozorované odrazivosti je prohlášena na vítězného kandidáta, jehož vstupní 

parametry modelu jsou získány pro každý pixel obrazu (Obrázek 6). Toto je principiálně 

nejrobustnější přístup, zcela nezávislý na datech pozemního šetření. Nevýhodou je ovšem 

značná náročnost na parametrizaci a výpočetní čas nutný pro simulace takového modelu, která 

navíc roste s prostorovým rozlišením. Zatímco pro data nižšího prostorového rozlišení stačí 

využít jednoduchých (tzv. 2D) modelu přenosu záření (např. SAIL; Verhoef, 1984), vysoké 

prostorové rozlišení vyžaduje nasazení 3D modelů přenosu záření, které jsou jako jediné 

schopny adekvátně simulovat odrazivost komplexních lesních porostů (Gastellu-Etchegorry et 

al. 2004). Teoreticky je možno takto získat všechny vstupní parametry modelu, v praxi je 

ovšem častým problémem tzv. nejednoznačnost inverze modelu kdy několik kombinací 

vstupních parametrů modelu vede ke shodnému řešení. Reálně se tak pomocí inverze modelu 

přenosu záření získávají parametry SPT, které souvisí s optickými vlastnostmi listoví - 

množství chlorofylů a+b, sušiny či vody v pletivech a strukturou porostu. 

 

 

 

Obrázek 6. Ukázka inverze modelu přenosu záření pro zisk SPT. Upraveno dle Malenovský et 

al. 2009. 
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Ať již hodnotíme zdravotní stav vegetace přímo prostřednictvím zisku SPT pomocí inverze 

modelu přenosu záření, či nepřímo pomocí vegetačních indexů, vždy musíme mít na paměti, 

že se odrazivost vegetace mění v závislosti na jeho fenologické fázi (Zhang et al. 2003). Aby 

byly dvě pozorování senzorů DPZ vzájemně porovnatelné, musí zachycovat shodnou fenofázi 

vegetace, pozorování rovněž nesmí být ovlivněno aktuálními podmínkami snímání (např. 

polohou slunce, stavem atmosféry či přítomností oblačnosti). Toho docílíme pečlivým 

výběrem snímků pro analýzu a odstraněním vlivu atmosféry pomocí tzv. atmosférických 

korekcí (Gao et al. 2009). 

Stručný přehled přístupů zisku zdravotního stavu lesa pomocí metod DPZ uvádí tabulka 2. 

Vegetaļn² index CitlivĨ na Reference 

Normalized difference vegetation index 

(NDVI)  

množství biomasy / LAI [35] 

Enhanced vegetation index (EVI) množství biomasy / LAI [36] 

Reduced simple ratio (RSR) množství biomasy / LAI [37] 

Moisture stress index (MSI) množství vody v pletivech [38] 

Normalized difference infrared index 

(NDII)  

množství vody v pletivech [39] 

Red-edge inflection point (REIP) množství vody v pletivech [40] 

Photosynthesis reflectance index (PRI) primární produkce rostlin / 

fotosyntéza 

[41] 

Tasseled cap transformace   

Tasseled cap komponenta "brightness" odrazivost půdy [42] 

Tasseled cap komponenta "greeness" množství biomasy / LAI [42] 

Tasseled cap komponenta "wetness" množství vody v pletivech [42] 

Inverze modelu pŚenosu z§Śen²   

zisk množství chlorofylů a+b (Cab) obsah pigmentů [43-44] 

zisk obsahu karotenoidů (Cxc) obsah pigmentů [45] 

zisk množství vody v pletivech (Cw) množství vody v pletivech [46] 

zisk suché biomasy listoví (Cm) množství vody v pletivech [47] 

zisk indexu listové plochy (LAI)  biomasa / index listové plochy 

(LAI)  

[48] 

Tabulka 2. Metody zisku SPT z dat dálkového průzkumu země. 

1.3 Zdroje dat DPZ 
 

1.3.1 Letecký DPZ 
 

Senzory DPZ umístěné na palubě letadel nám poskytly první cenné informace o stavu 

zemského povrchu. Instalace kamer a fotoaparátů na palubu letadel byla prováděna již v 

průběhu první světové války. K zdokonalení původně černobílých snímků na barevné (konec 

30.tých) a CIR ortofoto (50.tá léta) nám umožnila vizuální hodnocení zdravotního stavu lesů. 

K dalšímu vylepšení technologie došlo až v 80.tých a 90.tých letech s nástupem plně 

digitálních systémů a vývojem tzv. hyperspektrálních senzorů, které jsou schopny snímat 

kontinuálně křivku odrazivosti vegetace ve stovkách úzkých spektrálních kanálech (Goetz, 

2009). 
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Data leteckého DPZ, ze své podstaty, nabízí vysoké prostorové rozlišení v řádech desítek 

centimetrů až jednotek metrů a alespoň teoretickou flexibilitu v časování pořízení snímku 

(data jsou pořizovány dle požadavků objednavatele s ohledem na stav počasí). Jako jediné 

také nabízí možnost pořízení hyperspektrálních dat ve vysokém prostorovém i spektrálním 

rozlišení a tím i zisk některých SLT, které se projevují ve specifických úzkých vlnových 

délkách (např. pigmenty, či fotosyntéza). Nevýhodou leteckého DPZ jsou značné finanční 

nároky na pořízení těchto dat, nemožnost (nepraktičnost) systematického a opakovaného 

hodnocení většího území a náročné před-zpracování leteckých dat (např. geometrické a 

atmosférické korekce). 

výhody: 

+ možnost akvizice dat ve vysokém prostorovém rozlišení  

+ dostupnost hyperspektrálních senzorů s vysokým spektrálním rozlišením 

+ flexibilita v plánování akvizice dat (prostorové rozlišení, geometrie snímání, datum a čas) 

nevýhody: 

- drahé pořízení dat 

- nevhodné pro snímání rozsáhlých území 

- omezené možnosti opětovné snímání území a tvorby časových řad pozorování 

- komplexní geometrické a atmosférické korekce dat 

V posledních letech se prosazuje rovněž snímkování pomocí bezpilotních letounů a UAV 

(Colomina a Moliona, 2014). Tyto systémy nabízí podobné možnosti jako letecký DPZ. 

Oproti nim však mají výrazně nižší náklady na pořízení dat. Problémem je dosud omezený 

dolet těchto letounů a s tím související malý rozsah snímaného území v řádech maximálně 

desítek hektarů. Rovněž díky malé nosnosti tyto systémy operují s méně výkonnými senzory 

DPZ (např. co se týče spektrálního rozlišení a šumu).  

1.3.2 Satelitní DPZ 
 

Historie satelitního DPZ se začala psát v 60.tých letech vypuštěním svého času přísně 

tajných špionážních družic CORONA (USA) a ZENIT (SSSR). Tyto ryze analogové systémy 

obsahovaly kapsle na kinofilm, které se po expozici vraceli zpět na Zem pomocí padáků. S 

rozvojem digitálních technologií v 70.tých letech se pojí první civilní systém pro pozorování 

Země - série satelitů Landsat provozovaných NASA a USGS. Plně digitální mutlispektrální 

snímače MSS (Landsat 1-4), TM (Landsat 5), ETM+ (Landsat 7) a OLI (Landsat 8) jsou de-

facto dodnes standardem pro environmentální data DPZ. Všechny satelity Landsat mají 

podobné specifika - snímají systematicky zemský povrch cca jednou za 16 dní v prostorovém 

rozlišení 30 - 60 m na pixel v několika spektrálních kanálech ve viditelném, blízkém 

infračerveném a středním infračerveném záření (Roy et al. 2014). Veškerá data jsou 

uchovávána v archivech a dostupná ve formě časových řad. Vzhledem k poměrně širokému 

záběru (185 km) jsou data vhodná pro sledování velkých území a k mapování v měřítku 

celých kontinentů. Multispektrální satelitní senzory “landsatového typu” nedávno výrazně 

rozšířilo vypuštění satelitního systému Evropské vesmírné agentury Sentinel-2 (Drusch et al. 

2012). Ten nabízí podobná specifika jako systém Landsat (prostorové rozlišení 10 a 20 m na 
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pixel), jeho výraznou předností je ovšem značně vylepšený čas opětovného snímkování 5 dní 

(srovnej se 16 dny u Landsat) a přítomnost několika speciálních pásem v oblasti red-edge pro 

zisk SLT spojených s listovými pigmenty. Kromě satelitů Landsat a Sentinel-2 existuje 

nepřeberné množství komerčních satelitů pro zisk dat velmi vysokého prostorového rozlišení, 

či vědeckých satelitů pro sledování globálních trendů vegetace, ty jsou ovšem mimo záběr 

této metodiky. 

 

výhody: 

+ data Landsat a Sentinel-2 jsou k dispozici zdarma, včetně archivu pozorování 

+ možnost práce s časovými řadami pozorování 

+ prostorové rozlišení a spektrální charakteristiky vhodné pro studium vegetace 

+ plošné mapování rozsáhlých území 

 

nevýhody: 

- dosud neexistuje hyperspeketrální satelitní systém – data pro zisk některých specifických 

SLT 

- náročné zpracování dat v časových řadách - požadavky na výpočetní a úložnou kapacitu 

1.4 Hodnocení zdravotního stavu z dat DPZ v České republice: historie a 

současnost 
 

Aplikace moderních metod DPZ pro studium zdravotního stavu lesů České republiky 

má kořeny ve studiích Rock et al. (1986, 1988), ve kterých bylo prezentováno využití indexu 

MSI, resp. fenoménu “blue shift” pro hodnocení zdravotního stavu lesů. Tyto principy dále 

rozvedl Lambert et al. (1995) ve studii na Krušných horách (lokality Klášterec a Janov). 

Autor zde pomocí logistické regrese klasifikoval lesy do tří tříd poškození (lehké poškození, 

střední poškození, těžké poškození) na základně pozemního šetření defoliace se 71-75% 

úspěšností. Využil k tomu přímo spektrální pásma TM1, TM3, TM4 a TM7 a vyvinul regresní 

rovnici pro jednu scénu Landsat. Lokalita Krušných hor byla rovněž použita ve studii 

Campbell et al. (2004). Autoři zde studovali potenciál hyperspektrálních leteckých dat a byli 

schopni za pomocí indexů v rozmezí 673-724 nm vylišit na hyperspektrálním snímku čtyři 

třídy poškození porostů, opět za využití pozemního šetření defoliace a barevných změn. 

Studie Hais et al. (2009) se zaměřila na detekci dvou typů disturbance lesních porostů - 

napadení kůrovcem a holoseč. Studiem časové řady snímků Landsat autoři prokázali potenciál 

analýzy Tasseled cap a nově navrženého indexu DI’ (wetness - brightness)  pro detekci obou 

těchto disturbancí. Mišurec et al. (2012) studoval potenciál hyperspektrálních vegetačních 

indexů pro zisk obsahu chlorofylu a+b pro smrkové porosty v oblasti Sokolovské uhelné 

pánve. Autoři pozorovali úzkou závislost mezi několika hyperspektrálními vegetačními 

indexy a množstvím chlorofylu v listoví. Podobný úkol řešil i Malenovský et al. (2013), 

ovšem za využití inverze komplexního modelu přenosu záření DART na mladém a dospělém 

porostu smrku ztepilého v Moravskoslezských Beskydech. Za využití hyperspektrálních 

leteckých dat bylo bez pomocí dat pozemního šetření na kalibraci modelu dosaženo přesnosti 
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zisku chlorofylů a+b přes 90%. Lhotáková et al. (2013) testovala pomocí laboratorních metod 

měření odrazivosti jehlic borovice lesní jejich vylišení na základě míry stresu (kontaminace 

půd těžkými kovy a nízké pH které se často vyskytuje na územích povrchové těžby). Autoři 

pozorovali obdobnou schopnost vylišení úrovně stresové zátěže z chemických analýz jehličí 

jako z měření jejich odrazivostí. Pro vylišení míry stresu autoři doporučují studovat alespoň 

tři indikátory stresu - obsah vody v pletivech, množství listových pigmentů a fenolů. V 

následné studii (Kopačková et al., 2015) autoři studovali vztah mezi geochemickými 

vlastnostmi půd a biochemickými parametry vegetace na porostech smrku ztepilého. Autoři 

prokázali vztah mezi dvěma toxickými prvky - hliník (Al) a arsen (As), které přecházely z 

půdy do jehlic a ovlivňují množství rozpustných fenolů a poměr chlorofylů ke karotenoidům. 

Využití Tasseled transformace, resp. její schopnost pro predikci napadení porostu podkorním 

hmyzem dále rozpracoval Hais et. 2016 za pomocí retrospektivní analýzy dat Landsat mezi 

léty 1984 a 1999. Sledování časové řady tasseld cap transformace, resp. její komponenty 

“wetness” a sklonu křivky této časové řady mělo největší potenciál pro predikci následného 

napadení porostu lýkožroutem smrkovým. Kombinací časové řady multispektrálních 

satelitních (Landsat) a hyperspektrálních leteckých dat (ASAS a APEX) studoval Mišurec et 

al. (2016) s cílem sledovat změny fyziologického stavu porostů smrku ztepilého v Krušných 

horách. Studie přímo navazuje na předchozí aktivity. Analýza časové řady indexu DI 

(obdobně jako studie Hais et al. 2009) prokázala potenciál tohoto indexu pro detekci 

předchozí disturbance porostů. Z hyperspektrálních indexů měl nejvyšší predikční potenciál 

klasifikace poškození porostů index VOG1 , který je citlivý na změny fotosyntetických 

listových pigmentů. Zisku kvantitativních parametrů ze satelitních dat Sentinel-2 se věnuje 

Homolová et al. (2016), autoři za využití inverze modelu přenosu záření DART cíli na zisk tří 

produktů - množství chlorofylů a+b a vody v listoví a indexu listové plochy pro dva typy 

ekosystému - bukový a smrkový porost. Tato studie je dosud ve vývoji, nicméně autoři v 

předběžné prezentaci výsledků prokázali schopnost zisku množství chlorofylů a+b z dat 

Sentinel-2 s chybou do 11 µg.cm-2 .  

V České republice se pro hodnocení zdravotního stavu lesů využívá metodika vyvinuta 

společností Stoklasa Tech. Vzhledem k tomu, že nebyla nikdy detailně prezentována a 

publikována v odborné literatuře se pouze můžeme domnívat, že využívá studia časové řady 

vegetačního indexu MSI či NDII z dat Landsat. Zkušenosti předchozích autorů (např. 

Lambert et al. 1996, Campbell et al. 2004) rovněž vedou k pochybnostem o možnosti 

opakovaného hodnocení absolutní hodnoty 10 tříd defoliace porostů (od 0 do 100%) na 

základě multispektrálních dat Landsat bez provedení každoročního pozemního šetření 

defoliací pro kalibraci predikčního modelu.  

Ve Slovenské republice se k hodnocení trendů zdravotního stavu lesů věnuje Národné 

lesnické centrum ve Zvoleně. Využívají k tomu interpretaci satelitních dat Landsat, resp. 

Sentinel-2 pro klasifikací porostů do 4 tříd - bez poškození, slabě poškozené porosty, středně 

poškozené porosty a silně poškozené porosty. Mapová aplikace umožňuje vizuální porovnání 

stavu lesních porostů ve dvou uživatelsky zvolených letech (Bucha et al., 2014). 

2. Cíle metodiky 
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Metodika hodnocení zdravotního stavu lesních porostů v ČR byla vytvořena ve spolupráci 

mezi Ústavem výzkumu globální změny AV ČR, v.v.i. a Ústavem pro hospodářskou úpravu 

lesů v letech 2015 - 2017.  

ÚHÚL byl pověřen vyhotovením nové metodiky zjišťování zdravotního stavu lesů zadáním 

jeho zřizovatele MZe (Čj. 13452/2015-MZE-16211) ze dne 8. 4. 2015. Dle tohoto zadání se 

předpokládá uplatnění výstupů metodiky jako podklad pro novelizaci vyhlášky č. 78 

Ministerstva zemědělství ze dne 18. března 1996 o stanovení pásem ohrožení lesů pod vlivem 

imisí, která vychází ze zmocnění § 10 odst. 1 zákona č. 289/1995 Sb., o lesích a o změně a 

doplnění některých zákonů (lesní zákon). 

Hlavním cílem předložené metodiky je vyvinout celorepublikový monitorovací systém 

aktuálního zdravotního stavu lesních porostů a jejich krátko- a střednědobých trendů za 

využití satelitních dat systému COPERNICUS, jehož součástí jsou satelitní data z dvojice 

družic Sentinel-2. Tato data poskytují zcela nový typ informace o (nejen) lesních porostech - 

časové řady pozorování odrazivosti povrchu ve vysokém prostorovém rozlišení a množství 

spektrálních pásem od viditelného po infračervené. Využití plného potenciálu těchto dat (tzv. 

“big data”) však vyžaduje zcela nové, inovativní přístupy, např. automatizovanou tvorbu 

bezoblačné mozaiky pro všechna dostupná satelitní pozorování v rámci vegetační sezóny, či 

zisk kvantitativních parametrů vegetace přímo vztažitelných k datům pozemního šetření. 

Nedílnou součástí metodiky je rovněž její validace oproti několika nezávislým zdrojům dat o 

zdravotním stavu lesních porostů v ČR. Výstupy hodnocení zdravotního stavu budou 

klasifikovány do několika tříd (zón ohrožení lesa) a budou využity jako podklad daňové 

zvýhodnění vlastníků lesů (v nejvyšších zónách ohrožení), dále pak pro efektivní nasměrování 

odpovídajících finančních příspěvků a dotačních titulů do území, které bude vymezeno 

v zónám zhoršení zdravotního stavu lesa.  Na základě tohoto vymezení mohou také vlastníci 

lesů přijímat managementová hospodářská opatření (např. vhodná obnova a výchova porostu) 

zohledňující zhoršený zdravotní stav. Velkou výhodou je také celorepublikové jednotným 

systémem vyhodnocené území ČR a následná možnost porovnat vývoj situace právě 

v celorepublikovém měřítku. Identifikace území, kde dochází k výraznému odchýlení proti 

normálu apod.          

Metodika je určena zejména pro odborníky v oblastech dálkového průzkumu země (dále jen 

DPZ) a lesnictví. Její výstupy budou sloužit široké lesnické obci - orgánům státní správy lesů, 

orgánům ochrany přírody a krajiny, majitelům lesa dalším subjektům působícím na poli 

lesního hospodářství.   

3. Metodika 

 

Následující kapitola popisuje vlastní metodiku hodnocení zdravotního stavu lesních 

porostů v České republice. Její obsah je rozdělen do sedmi pod-kapitol. Nejprve jsou 

představena data, o která se metodika opírá a jejich zpracování - pozemní šetření struktury a 

zdravotního stavu lesních porostů pomocí dvou nezávislých datových řad (kapitola 3.1), a 

šetření zdravotního stavu z leteckých hyperspektrálních dat (kapitola 3.2). Následuje 

představení satelitních dat Sentinel-2 a jeho zpracování do formy bezoblačných mozaik České 

republiky (kapitola 3.3). Dále následuje popis vlastního způsobu hodnocení zdravotního stavu 

lesních porostů (kapitola 3.4) a jeho validace oproti datům pozemního šetření (kapitola 3.5). 
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Syntézou kvantitativních výstupů trendů zdravotního stavu je návrh funkčního systému pro 

celo-republikové hodnocení zdravotního stavu na úrovni katastrálních území (kapitola 3.6), 

spolu s mapovými (kapitola 3.7) a tabulkovými výstupy (kapitola 3.8). V závěru jsou 

diskutovány známé nedostatky a limity metodiky (kapitola 3.9). 

3.1 Pozemní data 
 

Jak již bylo uvedeno výše (viz. kapitola 1.2), termín zdravotn² stav lesa je poměrně široký 

a je nutné jej specifikovat dle zamýšleného prostorového měřítka a využívaných dat. V 

případě dat dálkového průzkumu Země tak tak má smysl uvažovat o využití dat pozemní 

pravdy, která se projeví změnou odrazivosti vegetace ve vlnových délkách, které je schopen 

zachytit daný senzor DPZ (viz. koncept “spectral plant traits” představený v kapitole 1.2). 

Problémem je, že většina SPT uvedených v tabulce 1 není běžně dostupná a vyžaduje pracné 

odběry listoví a laboratorní analýzy listoví (biologické a biofyzikální vlastnosti listu - např. 

obsah chlorofylu a vody v listoví), či komplexní měření fyziologických parametrů (např. 

primární produkce). Jediným parametrem, který běžně dostupným v lesnické praxi je celkové 

množství biomasy (listová biomasa v kg, index listové plochy), či procentuální míra defoliace 

porostu. 

 

V naší metodice se primárně opíráme o dva typy dat pozemního šetření 1) vlastní sběr a 

interpretaci dat digitálních hemisferických fotografií pořízených v rámci vývoje metodiky v 

letech 2015 až 2017 na plochách Národní inventarizace lesa a 2) hodnocení defoliace lesních 

porostů z databáze ICPForests poskytnutých Výzkumným ústavem lesního hospodářství a 

myslivosti. Kromě těchto dvou datových zdrojů pozemního šetření výstupy naší metodiky 

porovnáváme z nezávislými produkty dálkového průzkumu Země - globální databází těžeb a 

přírůstu lesa Hansen et al. a leteckými hyperspektrálními daty pro zájmové území Bruntálska 

a jeho okolí. 

 

 

3.1.1. Index listové plochy 
 

Index listové plochy (dále LAI) je bezrozměrná veličina, která znázorňuje plochu 

listoví k ploše zemského povrchu (Jordan, 1969). Dle definice má tedy přímý vztah k celkové 

listové biomase, její změna v čase poté k defoliaci porostu. Existuje několik přímých či 

nepřímých metod pro měření hodnot LAI v lesních porostech - přímé spočívají v 

destruktivním vzorkování listoví a výpočet jeho celkové plochy, nepřímé jsou typicky 

založeny na měření propustnosti světla porostem, či zjištěním úhlové distribuce děr v porostu 

(Bréda, 2003). 

 

V naší metodice jsme využili nepřímou metodu určení LAI pomocí úhlové distribuce děr v 

porostu (anglicky “gap fraction”) za využití analýzy digitálních hemisferických fotografií 

(dále DHP) pořízených pro vybrané porosty Národní inventarizace lesa. Jedná se o metodu, 

která je srovnatelná s měřením propustnosti porostu, vyžaduje však méně nákladné vybavení, 

nezanedbatelnou výhodou je rovněž možnost pořizovat fotografie pro širší škálu světelných 
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podmínek než v případě metody měření propustnosti světla (např. přístroj Plant canopy 

analyzer od společnosti Li-COR). Základní princip metody zisku LAI pomocí studia úhlové 

distribuce děr v porostu je ve snímkování porostu pod úrovní korun z výšky cca 1.5 m nad 

povrchem pomocí objektivu typu cirkulární rybí oko. Tento speciální objektiv snímá 

kompletní hemisféru se zenitovým i azimutovým úhlem v rozmezí 0 až 180°, obrazová data 

jsou projektována na sféru, což vytváří druhový obraz (Obrázek 7). 

 

 
Obrázek 7. vlevo: ukázka snímků digitální hemisferické fotografie pro jeden z bodů 

vzorkovacího schématu na ploše NIL. vpravo: binární maska úhlové distribuce děr v porostu 

pro 5 soustředných kruhů, zpracováno v software Hemisfer. 

 

Umístěním objektivu do horizontální vodorovné polohy tak získáme snímek korun stromů, 

jejich zápoje a děr. V následném kroku je pomocí metody binárního prahování (např. Otsu’s 

threshold) snímek převeden do binárního formátu, kde hodnoty 0 značí porost a hodnoty 1 

díry v zapojeném porostu. Pomocí vhodného software (např. Hemisfer, CANEYE) jsou tyto 

binární snímky děr v porostu dále rozděleny do několika soustředných kružnic o shodném 

úhlovém rozsahu (typicky 15°). Dle Beer-Lambertova zákona je index listové plochy možno 

získat z hodnot děr v porostu jako: 

 

ὒ ς ÌÎ Ὃ—ÃÏÓ—ÓÉÎ—Ὠ—
Ⱦ

 

 

kde θ značí zenitový úhel a G(θ) je podíl děr jako funkce zenitového úhlu. 

 

Integrál je možno aproximovat sumou pro jednotlivé kruhové výseče jako: 

 

ὒ  ς В ÌÎ Ὃ— ὡ , 
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kde n je počet soustředných kružnic (typicky 5) a W jsou váhy pro jednotlivé kružnice 

(specifické pro jednotlivé přístroje a použité algoritmy). 

 

Komplexní shlukování listoví na několika prostorových úrovních způsobuje podhodnocení 

získaných hodnota LAI oproti skutečným hodnotám LAI (mluvíme o tzv. efektivním LAI). 

Ten je principiálně způsoben rozdílem mezi projekční plochou listů, kterou snímá optický 

senzor (v našem případě CCD čip digitálního fotoaparátu) a skutečnou celkovou plochou 

listů. Některé algoritmy pro zisk LAI jsou schopny korigovat tyto efekty shlukování vegetace 

pomocí zisku parametru “clumping index” - index shlukování vegetace. 

 

3.1.1.1 Sběr digitálních hemisférických fotografií na plochách NIL-2 

 

Sběr dat probíhal dle navrženého vzorkovacího schématu, které bere v potaz 

prostorové měřítko satelitních dat Sentinel-2 (tedy čtverec o straně 20 m). Množství 

pořízených fotografií a jejich vzorkování na ploše NIL bylo zvoleno na základě předchozích 

studií, které doporučují pořizování 13 fotografií a pravidelném vzorkování (Majasalmi et al., 

2012). V naší metodice jsme zvolili jako vzorkovací schéma kříž se SJ - ZV orientací, se 

středem snímkování umístěném na středu plochy NIL a rozestupem mezi jednotlivými body 3 

m (Obrázek 8). 

 

 

Obrázek 8. Schéma sběru dat DHP na ploše NIL. Hvězda - střed plochy, červené body - 

pozice pořízení snímků. 

 

Snímky byly pořizovány digitální jednookou zrcadlovkou Nikon D5500 s objektivem Sigma 

4.5 mm circual fisheye (cirkulární rybí oko). Fotoaparát byt umístěn na stativ Vanguard 

Espod CX203 AP a vyrovnán do horizontální polohy pomocí dvouosé vodováhy umístěné do 

sáněk externího blesku. Všechny fotografie byly snímkovány s orientací na sever, uvažujíce 
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dvouosou vodováhu jako referenci středu fotoaparátu. Fotografie byly pořízeny s následujícím 

nastavení (vybrané klíčové parametry fotoaparátu): 

 

o Kvalita: RAW (surová data snímače CCD kamery, tzv. “digitální negativ”) 

o Velikost obrazu: Velký (maximální rozlišení 24.2 Mpix, fyzické rozlišení snímku 

6016 x 4016 pixelů) 

o Bracketing: AE1.0 (expoziční bracketing - postupné pořízení tří snímků s referenční 

expozicí a pře/podexpozicí o 1 stupeň) 

o ISO: automatické 

o Měření expozice: Měření se zdůrazněným středem 

o Korekce expozice: -1.0 

 

  

Pro dosažení maximální kvality snímku a míry zachyceného detailu jsme snímky exportovali 

do bezztrátového formátu TIFF pomocí dodávaného software Nikon Capture NX 2. Důvodem 

pro pořízení tří fotografií s různou expozicí bylo vybrat pro každý bod snímek s maximální 

mírou detailů pro listovou plochu - snímky mohou být přeexponovány pro některé části 

koruny, což by mělo za následek podhodnocení hodnot indexu listové plochy. 

 

V letech 2015 - 2017 byly organizovány tři kampaně cílené na sběr digitálních 

hemisferických fotografií na plochách NIL. V roce 2015 bylo navštíveno 32 ploch NIL v 

oblasti Moravskoslezských Beskydech (územní působnost pobočky ÚHÚL Frýdek-Místek), v 

roce 2016 celkem 45 ploch v Severozápadních Čechách (územní působnost pobočky ÚHÚL 

Jablonec nad Nisou)  a v roce 2017 celkově 112 ploch v Plzeňském, Jihomoravském a 

Zlínském kraji (území působnost poboček ÚHÚL Brno, Kroměříž a Plzeň) (viz. obrázek 9). 

Potenciální plochy vhodné k pořízení DHP byly vybrány na základě dotazu na SQL databází 

středů ploch NIL-2 s následujícími parametry: 

o SPEC_COMP: 100 (čistě listnatý porost) a 200 (čistě jehličnatý porost) 

o SPEC_SHARE: 500 (dominantní 70-90%) a 600 (jedno druhový porost 90-100%), 

definováno jako podíl produkční plochy dřeviny na celkové produkční ploše 
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Obrázek 9. Přehledová mapa vzorkovaných ploch Národní inventarizace lesů v letech 2015 

(červená, celkem 32 ploch), 2016 (zelená, celkem 45 ploch) a 2017 (oranžová, celkem 112 

ploch). 

Celkově bylo vzorkováno 79 porostů s dominantním zastoupením jehličnatých dřevin (42% 

ploch) a 110 porostů s dominantním zastoupením listnatých dřevin (58% ploch). Všechny 

plochy byly navštíveny v období maximálního olistění vegetace, pro roky 2016 a 2017 v 

měsících červen - srpen, v roce 2015 probíhalo ladění sběru dat a tak byly snímky pořízeny 

jen pro jehličnaté stálezelené porosty, převážně v říjnu. 

Pozemní šetření indexu listové plochy bude použito 1) k nalezení vhodných produktů 

odvozených ze satelitních dat Sentinel-2, které jsou dostatečně citlivé na změnu LAI (viz. 

3.3.2), 2) k tvorbě pokročilého statistického modelu predikce hodnot LAI ze satelitních 

pozorování Sentinel-2 (viz. 3.4.1) a 3) k validaci celorepublikové mapy LAI oproti validační 

pod-vrstvě datové řady LAI, která nebyla použita k tvorbě modelu. 

3.1.1.2 Analýza digitálních hemisférických fotografií pro zisk indexu 

listové plochy 
 

Fotografie pořízené na plochách NIL byly analyzovány v software Hemisfer (WSL, 

Švýcarsko). Software využívá principu inverze hodnot LAI z informací o úhlové distribuci 

děr v porostu pro sadu statisticky reprezentativního počtu snímků na ploše (v našem případě 

12 fotografií). Pro každou plochu bylo tedy importováno 13 fotografií ve formátu TIFF. 

Interpretace fotografií probíhá v několika krocích a zahrnuje: 

o Konverzi z RGB snímku na snímek v odstínech šedi. Zvolen modrý kanál, který je 

nejméně náchylný k vícenásobnému odrazu světla na hranách listů a má tak nejvyšší 

kontrast mezi listovím a oblohou. 
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o Binární prahování černobílého snímku pomocí volby hodnoty mezi 0 - 255, která 

snímek rozdělí na dvě skupiny (0 - listoví, 1 - obloha). Počáteční hodnota prahu byla 

ponechána na algoritmu software Hemisfer, pro každou fotografii byla následně 

nalezena optimální hodnota ručním laděním 

o Výpočet hodnot LAI (efektivní LAI i skutečný LAI korigovaný na shlukování 

vegetace) pomocí několika algoritmů 

 

Statistická interpretace hodnot LAI pro jednotlivé roky je znázorněna v tabulce 3. 

 

ROK  Poļet LAI PrŢmŊr LAI max  LAI min  LAI Rozptyl  

2015 32 2.52 3.50 1.75 0.13 

2016 45 3.12 5.22 0.49 1.03 

2017 112 2.04 3.48 0.72 0.26 

2015 - 2017 189 3.15 5.22 0.49 0.61 

Tabulka 3. Základní popisná statistika pořízených digitálních hemisférických fotografií, 

hodnoty LAI jsou uváděny jako tzv. efektivní LAI. 

 

3.1.2 Defoliace porostů z dat ICPForests 

 
ICPForests je pan-Evropský projekt dlouhodobého systematického monitoringu 

zdravotního stavu lesních porostů pomocí in-situ sběru dat (Ferretti, 1997). V České republice 

se projektu ICPForests účastní Výzkumný ústav lesního hospodářství a myslivosti, v.v.i. (dále 

jen VÚLHM) který zkoumá na 306 pokusných plochách v síti 16 x 16 km a vybraných ploch 

sítě 8 x 8 km defoliaci porostů (úroveň I - systematický monitoring), a na 16 plochách provádí 

podrobné hodnocení zdravotního stavu a faktorů prostředí (úroveň II - stavu korun a lesních 

půd, půdního roztoku, depozic, analýzy listoví, opadu dřevin, hodnocení růstu a přírůstu, 

přízemní vegetace, meteorologie, fenologie a znečištění ovzduší). Šetření defoliace na úrovni 

korun provádí vizuálně vyškolený personál, hodnoty defoliace určené různými osobami jsou 

mezi sebou vzájemně porovnávány. 

Díky spolupráci s VÚLHM jsme získali datovou sadu šetření ICPForests úrovně I (defoliace 

porostu pro jednotlivé stromy na ploše) mezi roky 2000 a 2014, a to pro všechny stromy v 

rámci šetřené plochy. Pro účely porovnání těchto in-situ dat oproti satelitnímu pozorování 

družice Sentinel-2 jsme pro každou plochu vypočetli průměr, medián a směrodatnou odchylku 

hodnot defoliace pro jednotlivé roky a vrstvu následně uložili jako vektorovou bodovou 

vrstvu typu “shapefile” s atributovou tabulkou o těchto parametrech. Na obrázku 10 je 

znázorněna ukázka rozložení ploch sítě I. úrovně a průměrné míry defoliace porostů pro rok 

2014 a na obrázku 11 histogram pozorovaných četností průměrných hodnot defoliace. 
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Obrázek 10. Ukázka dat ICPForests I. úrovně zobrazující průměrnou hodnotu defoliace 

porostu pro rok 2014. 

 

Obrázek 11. Histogram četností průměrných hodnot defoliace pro rok 2014. 
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3.1.3 Mapa globálních těžeb a přírůstku lesa Hansen et al. 

 
Od roku 2013 je veřejně dostupná datová sada globální rozlohy lesa a jeho přírůstků i 

úbytků od roku 2000 (Hansen et al., 2013). Současná aktualizovaná verze zachycuje změnu 

rozlohy lesních porostů až do roku 2016 (viz. 

https://earthenginepartners.appspot.com/science-2013-global-forest ). Data jsou poskytována 

v prostorovém rozlišení 30 m na pixel, globálně pro všechny kontinenty a většinu ostrovů. 

Takto náročnou globální analýzu změn pokryvu lesa ve vysokém prostorovém rozlišení bylo 

možno uskutečnit pouze díky využití moderních přístupů tzv. cloudového zpracování velkých 

dat (“big data”) na platformě Google Earth Engine. Ta obsahuje před-zpracované časové řady 

pozorování satelitních snímků družic Landsat, MODIS, Sentinel aj. a rovněž nabízí sadu 

funkcí a algoritmů ve vlastním vývojovém prostředí založené na programovacím jazyce 

Javascript . Datová sada dle Hansen et. al využívá analýzy časové řady satelitních pozorování 

družic Landsat, resp. její dlouhé časové řady pozorování od roku 2000 a pokročilých analýz 

velkých dat. 

Pro účely validace výstupů předkládané metodiky jsme z výše uvedené webové stránky stáhli 

dlaždice dat pokrývající území České republiky a porovnávali vrstvu detekce těžeb pro rok 

2016 oproti výstupům metodiky pro roky 2015 a 2016 (data Sentinel-2 jsou k dispozici až pro 

vegetační sezónu 2015 a dále). Ukázka datové sady rozlohy lesa České republiky a jeho 

přírůstků a úbytků je znázorněna na obrázku 12. 

https://earthenginepartners.appspot.com/science-2013-global-forest
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Obrázek 12. Ukázka datové sady globálního rozsahu (zelená), těžeb (červená) a přírůstků lesa 

(modrá) mezi roky 2000 a 2016 dle Hansen et al. 
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3.2 Letecká hyperspektrální data 
 

Dne 5. 8. 2017 byla nad částí Nízkého Jeseníku pořízena Ústavem výzkumu globální 

změny AV ČR hyperspektrální letecká a lidarová data pomocí infrastruktury FLIS. Ta se 

skládá z letounu Cessna Grand Caravan a celé řady senzorů DPZ umožňující sběr leteckých 

dat optickými hyperspektrálními senzory CASI (snímá odrazivost povrchu ve vlnových 

délkách 380 - 1050 nm), SASI (snímá odrazivost povrchu ve vlnových délkách 950 - 2450 

nm), TASI (snímá emisivitu povrchu ve vlnových délkách 8000 - 11 500 nm) a aktivním 

LiDAR systémem Riegl. Celkově bylo pořízeno nad daným územím 11 letových linií 

pokrývající území na sever a jih od Bruntálu (obrázek 13). Území bylo zvoleno s ohledem na 

probíhající plošný rozpad porostů, kde očekáváme zastoupení porostů v široké šále 

zdravotního stavu. 

  

Obrázek 13. Plán letových linií pro akvizici hyperspektrálních leteckých dat nad zájmovým 

územím Nízkého Jeseníku kde v roce 2017 probíhal plošný rozpad lesních porostů. 
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Pro účely této metodiky byla pořízena data senzory CASI a SASI pokrývající spektrální 

rozsah 400 - 2 500 nm ve velmi vysokém prostorovém (1 m pro CASI senzor, 2.5 m pro 

SASI) i spektrálním rozlišení (10 nm pro CASI, tj. 70 spektrálních kanálů a 15 nm pro SASI, 

tj. 97 spektrálních kanálů). Snímky byly geometricky korigovány do souřadného systému 

UTM33N a atmosfericky korigovány na úroveň odrazivosti porostu. Výsledkem jsou celkem 

tři samostatné mozaiky ve dvou prostorových rozlišeních - 1 m pro data CASI a 2.5 m pro 

spojená data CAS a SASI. 

Takto korigovaná data byla zpracována v software ENVI 5.1 pomocí nástroje Forest health 

tool. Tento nástroj zařadí každý pixel do jedné z devíti tříd zdravotního stavu (hodnota 1 - 

nejhorší zdravotní stav, 9 - nejlepší zdravotní stav), a to na základě kombinace tří 

hyperspektrálních vegetačních indexů citlivých na listovou biomasu (index NDVI), obsah 

chlorofylů v pletivech (index Carotenoid reflectance index 1) a fotosyntézu (index 

Photosynthetic reflectance index). Výsledek hodnocení zdravotního stavu pro jednu vybranou 

mozaiku je zobrazen na obrázku 14. Zde je nutno dodat, že výsledky jsou čistě kvalitativní a 

není možné je ověřit oproti datům pozemního šetření. Využitím dat velmi vysokého 

prostorového i spektrálního rozlišení však očekáváme vysokou míru souladu s reálně 

pozorovaným zdravotním stavem na úrovni jednotlivých stromů. 
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Obrázek 14. Ukázka kvalitativního hodnocení zdravotního stavu lesních porostů pro vybranou 

oblast ORP Bruntál. Přechod od zelených do červených barev znázorňuje zhoršující se 

zdravotní stav porostů. 
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3.3 Využití satelitních dat Sentinel-2 hodnocení zdravotního stavu porostů 
 

Naše metodika hodnocení zdravotního stavu lesních porostů v České republice se 

primárně opírá o interpretaci dat satelitního systému Sentinel-2. Jedná se o jednu z klíčových 

komponent vesmírné komponenty celoevropského systému pro pozorování země Copernicus. 

Sentinel-2 se skládá ze dvojice satelitů na nízké oběžné dráze s orbitem synchronizovaným se 

Sluncem, tzn. akvizicí dat nad daným místem vždy v lokální poledne. Doba opětovného 

snímkování území je pro jeden satelit cca 10 dní, tj. 5 dní při zpracování dat obou satelitů. 

Satelity Sentinel-2A a 2B na své palubě nesou multispektrální senzor MSI (Multi Spectral 

Instrument), který snímá energii slunečního záření odražené od zemského povrchu v oblasti 

viditelného a infračerveného záření v několika spektrálních kanálech (Drusch et al. 2012). 

Značnou výhodou těchto dat je jejich dostupnost (jsou poskytována koncovým uživatelům 

zdarma krátce po pořízení) a plánovaná dlouhodobá dostupnost dat v rámci systému 

Copernicus. Naopak nevýhodou oproti staršímu systému Landsat je krátký archiv pozorování 

- zatímco data Landsat jsou k dispozici od cca. poloviny 70-tých let, první data Sentinel-2 

jsou dostupná od roku 2015. Z hlediska hodnocení trendů zdravotního stavu lesů tak můžeme 

hodnotit krátkodobé trendy od roku 2015, nikoliv trendy dlouhodobějšího charakteru jako 

v případě družic Landsat. Metodika tak cílí na operační nasazení pro hodnocení aktuálních 

problémů zdravotního stavu lesů v České republice, nikoliv studium historických trendů.  

3.3.1 Klíčové specifikace satelitního systému Sentinel-2 
 

Data Sentinel-2 jsou ideální pro systematický monitoring lesních ekosystémů z několika 

důvodů, které jsme již částečně uvedli v kapitole 1.2. Proto jen ve stručnosti uvedeme ty 

nejdůležitější: 

- prostorové rozlišení 20 metrů na pixel (0.04 ha) je ideálním pro snímání na úrovni 

lesních porostů. Vzhledem k průměrné velikosti lesního celku (0.5 ha) tak u dat 

Sentinel-2 pracujeme s dostatkem pixelů s čistou spektrální odezvou pro základní 

jednotku lesního managementu. 

 

- odrazivost vegetace se přirozeně mění v průběhu roku na základě fenofáze. Pro 

porovnání několika pozorování v čase proto musíme vybrat snímky ve shodné 

fenofázi. To bylo ovšem často u starších systémů velmi obtížné vzhledem k časté 

přítomnosti oblačnosti na snímcích. Systém Sentinel-2 má oproti jinak srovnatelným 

satelitním systémům (např. Landsat či SPOT) výrazně vyšší časové rozlišení (doba 

mezi dvěma následujícími akvizicemi). To přináší jednak výrazně vyšší počet dat na 

zpracování (vyšší pravděpodobnost kvalitního bezoblačného snímku pro danou oblast) 

a také možnost sledovat vegetaci v různých fenologických fázích. 

 

- kvalitně provedené atmosferické korekce jsou základním předpokladem pro přesnou 

interpretaci satelitních snímků a možnosti jejich vzájemného porovnání v čase. Systém 

Sentinel-2 obsahuje oproti jiným speciálně navržené kanály pro snímání aktuálního 

stavu atmosféry sloužící pro kvalitní automatizované atmosferické korekce satelitních 

dat a detekci oblačnosti. 
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- spektrální pásma ve viditelném a infračerveném záření jsou citlivá na klíčové 

spektrální odezvy vegetace - listové biomasy, množství  chlorofylů a vody v pletivech. 

 

Využití plného potenciálu dat - jejich vysokého prostorového, časového a spektrálního 

rozlišení však sebou nese značné nároky na zpracování enormního množství dat (mluvíme o 

nástupu tzv. “big data”), které vyžadují specifické, zcela nové přístupy založené na 

paralelizaci výpočtů na mnoha výpočetních uzlech. Tomuto přístupu ke zpracování dat 

Sentinel-2 do formy bezoblačných mozaik České republiky jsou věnovány následující 

kapitoly. 

 

3.3.2 Infrastruktura IT4Innovations: využití úložné kapacity a paralelního 

zpracování velkých dat  

 
Klíčovým podkladem pro hodnocení zdravotního stavu lesů z dat DPZ jsou 

bezoblačné mozaiky generované pomocí vlastního zpracovatelského řetězce Sentinel-2. V 

rámci tohoto řetězce jsou postupně zpracovávány bezoblačné mozaiky s prostorovým 

rozlišením 10 a 20 metrů na pixel. Zpracování bezoblačných mozaik pro celou ČR je založeno 

na analýze všech dostupných Sentinel-2 satelitních dat ve zvoleném období (např. vegetační 

sezóna od června do srpna). Analýza “per pixel” pro všechny dostupné snímky však vyžaduje 

značné nároky na výpočetní a úložnou infrastrukturu. V počáteční fázi vývoje metodiky, kdy 

byla dostupná pouze data Sentinel-2A s periodou snímání co 10 dní bylo možné zpracování 

provádět lokálně s využitím vlastních výpočetních a úložných kapacit. V průběhu zpracování 

všech dat pro vegetační sezóny 2015 a 2016 a zejména s nástupem dat Sentinel-2B v roce 

2017 s periodou snímání co 5 dní bylo nutné zajistit novou výpočetní a úložnou 

infrastrukturu. Jednou z možností je využití infrastruktury IT4Innovations národní 

superpočítačové centrum (dále jen IT4Innovations), jež je součástí Vysoké školy Báňské - 

Technické univerzity Ostrava (dále jen VŠB - TU Ostrava). 

 IT4Innovations se zabývá výzkumem v oblastech “high performence computing” 

(dále jen HPC).  Zároveň IT4Innovations patří mezi provozovatelé nejmodernějších 

technoloogií a služeb, a to zejména dvou superpočítačů Anselm a Salomon (dále jen HPC 

Anselm a HPC Salomon), které jsou primárně k dispozici akademickým pracovištím v České 

republice a Evropě a pracovníkům průmyslového odvětví, po celém světě. HPC Anselm se 

skládá z 209 výpočetních uzlů o 3344 výpočetních jader s 15 TB RAM. Každý výpočetní uzel 

HPC Anselm se skládá z výkonného počítače x86-64 s 16 jádry, 64 GB RAM a 500 GB 

HDD. HPC Anselm disponuje sdíleným souborovým systémem HOME a SCRATCH. 

Souborový systém HOME o celkové kapacitě 320 TB je rovněž domovským adresářem všech 

uživatelů, kde samostatní uživatelé mají nastavenou maximální kvótu na 250 GB. Pracovní 

souborový systém SCRATCH o celkové kapacitě 146 TB slouží zejména pro uložení 

dočasných souborů vytvářených během výpočtů. Uživatelská kvóta je nastavena na 100 TB. 

Novější HPC Salomon byl uveden do provozu v září 2015. Se svým výkonem 1008 

výpočetních uzlů, celkovým počtem 24 192 výpočetních jader a 129 TB RAM se v době 

uvedení do provozu umístil na 40. místě světového žebříčku nejvýkonnějších superpočítačů 

na světě. Každý výpočetní uzel SPC Salomon je výkonný počítač x86-64 vybaven 24 jádry a 
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128 GB RAM. Jednotlivé uzly jsou vybaveny procesory Intel Xeon E5-2680v3, z nichž 576 

uzlů je bez akcelerátoru a 432 uzlů jsou vybaveny akcelerátory Intel Xeon Phi MIC. Úložnou 

kapacitu HPC Salomon zajišťuje dvojice sdílených souborových systému HOME a 

SCRATCH a lokální systém nesdílených souborů, pro RAM disk a dočasné soubory. Sdílený 

souborový systém HOME je domovským adresářem všech uživatelů HPC Salomon. Přístupná 

kapacita adresáře HOME je 0.5 PB, sdílená mezi všemi uživateli. Jednotliví uživatelé jsou 

omezeni kvótou nastavenou na 250 GB. Souborový systém SCRATCH je rozdělen na dvě 

části WORK (pracovní adresář) a TEMP (adresář, pro dočasné soubory). Přístupná kapacita 

adresáře SCRATCH je 1.69 PB. Kapacita je opět sdílená mezi všemi uživateli HPC. 

Uživatelská kvóta je nastavena na 100 TB na jednoho uživatele. 

ÚHÚL, pobočka Frýdek - Místek získala přístup na oba HPC, pro projekt “Spatio-temporal 

analysis and interpretation of Sentinel-2 satellite data” na základě podpisu smlouvy o 

pronájmu výpočetního času na výpočetním systému pro náročné výpočty (dále jen klastr). 

Samostatný přístup k výpočetnímu systému je realizován vzdáleně, pomocí přístupových 

serverů s využitím klienta PuTTY a to z předem vytvořených uživatelských účtů na 

výpočetních a přístupových serverech klastru. Alokace výpočetních zdrojů (přidělených 

jádrohodin), spouštění a řízení úloh je zajištěn prostřednictvím systému PBS Professional, kde 

se jednotlivé úkoly distribuují mezi výpočetní jádra. Implementace procesního řetězce dat 

Sentinel-2 na IT4Innovations je popsána v následující kapitole. 

 

3.3.3 Zpracování dat Sentinel-2: od zdrojových dat po bezoblačné mozaiky 

České republiky 

 
Zpracování družicových dat Sentinel-2 od zdrojových dat po bezoblačné mozaiky 

České republiky je rozděleno do třech vzájemné navazujících samostatných částí - stažení a 

před-zpracování dat, atmosferické korekce dat (tzv. L2 proces) a tvorba syntetické bezoblačné 

mozaiky (tzv. L3 proces). Do zpracování bezoblačných mozaik České republiky vstupují 

všechna aktuálně dostupná data vymezená územím ČR, se spektrálními pásmy v rozlišení 10 

a 20 metrů na pixel. Území České republiky je rozděleno do třech orbitů záběru (079, 022, 

122). Od prosince 2016 jsou dále data členěna na jednotlivé dlaždice. 

Pro automatizované stažení zdrojových dat a následnému provedení atmosferických korekcí 

byl vytvořen skript v jazyce Python 2.7 s názvem „download_tiles.py“. Spuštěný skript v 

prvním kroku provádí kontrolu nově dostupných dat na serverech ESA SCI-HUB (globální 

úložiště dat Sentinel) a CESNET (národní komponenta datového skladu Sentinel). Kontrola se 

provádí na základě porovnání jedinečného identifikátoru scény identifikátory scén již 

stažených. Identifikátor stažených scén je automatiky zapisován do xml souboru (Query.xml) 

ihned po úspěšném dokončení stažení scény. Tento krok zabrání vytvoření nechtěných 

duplicit. Důležitým předpokladem pro možnost stažení dat je autorizace účtu, bez něhož nelze 

k datům přistoupit. V případě potřeby je možné si účet založit přímo na webech ESA, resp. 

CESNET. Pro zajištění stabilního přenosu dat je využíván nástroj WGET, jež je volán pomoci 

relativních cest. 
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Další důležitou softwarovou komponentou je Sen2Cor. Nástroj Sen2Cor zajišťuje 

atmosferické korekce (tzv. L2A korekce) sloužících pro odstranění vlivu oblačnosti z dat. Z 

původních DN hodnot pixelů tak dostáváme hodnoty pixelů v tzv. odrazivosti (reflektanci) - 

fyzikálně založené bezrozměrné jednotce, která znázorňuje podíl odraženého slunečního 

záření k dopadajícímu záření. Kromě toho dochází k tzv. topografickým korekcím - 

normalizaci odrazivosti povrchu na svažitém terénu na úroveň roviny na základně tzv. 

Lambertova kosinova zákona. K tomu je využíván globální digitální model terénu SRTM 

(Shuttle Radar Topography Mission), který se automaticky stahuje z datových úložišť ESA. 

Kromě vrstev odrazivosti povrchu pro jednotlivé spektrální kanály dále obsahuje klasifikaci 

scény do několika základních tříd (např. vegetace, voda, půda), pravděpodobnostní mapu 

oblačnosti a sněhu, mapu vodního sloupce a mapu optické tloušťky aerosolů. Tento nástroj se 

spouští z příkazové řádky a je snadno konfigurovatelný pomocí přiloženého XML souboru.  

Po provedení atmosferických korekcí všech Sentinel-2 snímků je možno přistoupit k  

automatizované tvorbě bezoblačných mozaik České republiky pro snímky ve zvoleném 

časovém období. V první části tohoto procesu jsou nejprve sestaveny mozaiky pro každou 

scénu z jednotlivých dlaždic (obrázek 15). Spouštěn je ze skriptu (tiles2scene.py), jež opět 

využívá jazyk Python ve verzi 2.7 a knihovnu GDAL. 

    
Obrázek 15. Ukázka složení jednotlivých dlaždic (vlevo) do výsledné mozaiky (vpravo) 

V následném kroku dochází ke georeferencování L2 dat na základě originálních dat L1C. K 

tomuto kroku je využívána knihovna GDAL, konkrétně gdalinfo a gdalwarp. Po 

georeferencování dochází ke sjednocení souřadnicového systému UTM-33N. Zpracovávány 

jsou postupně všechny dlaždice, které jsou uvedeny v konfiguračním xml dokumentu. V 

závěru tohoto procesu dochází k sestavení mozaik jednotlivých kanálů včetně generování 

pyramid pro zajištění rychlého načítaní. Posledním produktem tohoto procesu je vektorová 

maska oblačnosti ve formátu shapefile. 

Finálním krokem zpracovatelského řetězce je samotný L3 proces - časoprostorová analýza pro 

tvorbu syntetické bezoblačné mozaiky. Podstata tohoto procesu spočívá ve vyhodnocení 

vegetačního indexu NDVI (Normalized Difference Vegetation Index) samostatně pro každý 

pixel snímku Sentinel-2 a hledání jeho maxima ve zvoleném časovém období (podrobnější 

popis vegetačního indexu NDVI viz kapitola 3.3.2.1 - Vegetační indexy). Jak již bylo 

nastíněno v kapitole 1.3.2 Satelitní DPZ, u dat Sentinel-2 jsme schopni pracovat se snímky 

snímaných každých 5 dní. V tomto intervalu snímání je pravděpodobnost výskytu oblačnosti 

nad zájmovou oblastí stále velmi vysoká a je tedy nutné pracovat s delší časovou řadou 

Sentinel-2 snímků (cca 2 až 3 měsíce). Po zvolení časového rozsahu jsou hodnoty 
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vegetačního indexu NDVI vzájemně porovnávány, hodnoty odrazivosti pro nejvyšší hodnota 

NDVI jsou poté uloženy do nového snímku, nezávisle pro každý pixel (porovnání přístupu 

tradičního skládání jednotlivých snímků a výběru individuálních pixelů je znázorněno na 

obrázku 16, výběr individuálních pixelů z jednotlivých dat snímkování poté na obrázku 17). 

Zde je nutné doplnit, že není striktně vybírána pouze nejvyšší hodnota, ale pixel musí 

splňovat další navržená empiricky odvozená kritéria (např. splňující rozsah očekávatelných 

hodnot odrazivosti pro zkoumané spektrální kanály, hodnota NDVI by neměla být vyšší než 

0.98). 

 

Obrázek 16. Ukázka nejlepší bezoblačné mozaiky vytvořené tradičním postupem spojování 

nejlepších scén (nahoře) a pomocí námi navrženého přístupu časo-prostorové syntézy (dole). 
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Skript je interně rozdělen do třech samostatných částí. V první části dochází k spojení 

vytvořených mozaik v předchozím kroku s předpřipravenými pomocnými čtverci. Tyto 

čtverce zajistí vždy stále stejný rozměr vstupních dat. Podkladové rastry jsou vytvořené v 

rozlišení 10 a 20 metrů na pixel pro jednotlivé orbity. Další části je sestavení L3 kompozic 

pro jednotlivé scény. Pro tento účel je využívána opět knihovna GDAL a dále knihovna 

NUMPY. Zde dochází k onomu výpočtu a porovnávání hodnot NDVI vegetačního indexu. V 

poslední části skriptu dochází ke spojení třech orbitů do jedné bezešvé mozaiky. Vstupem L3 

procesu je tedy časová řada atmosfericky korigovaných snímků ve zvoleném časovém 

intervalu, výstupem poté hodnoty odrazivosti pro jednotlivé pixely, které byly extrahovány 

nezávisle ze všech dostupných snímků v časové řadě dle kritéria kvality (maxima indexu 

NDVI). Tento komplexní systém před-zpracování zdrojových satelitních dat Sentinel-2 do 

formy automaticky generovaných bezoblačných mozaik je znázorněn na obrázku 18. 

 

Obrázek 17. Ukázka složení mozaiky z jednotlivých pixelů z různého data 
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 2015 2016 2017 

 ks. vel. 

[GB]  

ks. vel. [GB] ks. vel. [GB] 

Leden - - 7 124.1 9 149.3 

Đnor - - 8 148.3 10 165.3 

BŚezen - - 7 124.2 9 158.1 

Duben - - 6 119.9 8 146.2 

KvŊten - - 10 166.5 14 201.3 

Ļerven 10 162.5 9 159.8 15 209 

Ļervenec 9 148.8 8 145.6 16 229.8 

Srpen 9 154.4 10 168.9 17 234.1 

Z§Ś² 10 167.9 9 158.8 15 205.3 

ř²jen 9 154.1 10 164.8 16 224 

Listopad 8 139.9 10 169.4 15 199 

Prosinec 6 111.5 9 159.4 15 207.2 

Celkem 61 1039.1 103 1809.7 159 2328.6 

Tabulka 4. Množství stažených satelitních dat Sentinel-2 pro jednotlivé měsíce. 

 

Za období jednoho roku jsou vypočítávány cca tři mozaiky (jaro, léto a podzim), mozaika za 

zimu z důvodu nedostatečného počtu “bez-oblačných snímků” nebyla dosud vypočtena. Jak 

již bylo zmíněno, celý výpočetní řetězec klade vysoké výpočetní nároky a vyžaduje značnou 

úložnou kapacitu (tabulka 4). Pro vygenerování jedné L3 mozaiky je využito cca 10 000 

jádrohodin na HPC Salomon. 
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 Obrázek 18. Vývojový diagram zpracování satelitních dat Sentinel-2 od zdrojových dat po 

bezoblačné mozaiky České republiky 
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3.4 Hodnocení zdravotního stavu lesních porostů 

3.4.1 Zdravotní stav lesů: definice vzhledem k použitým datovým zdrojům 
 

Pro účely této metodiky si pojem zdravotní stav lesa, vzhledem k dostupným datovým 

zdrojům, definujme následovně: 

ñmnoģstv² listov® biomasy a jeho zmŊna v ļaseò 

Samotná metodika nehodnotí zdravotní stav jako absolutní množství listové biomasy, neboť 

to může být druhově a místně specifické, ale jeho změnu v čase. Základní premisou 

předkládané metodiky je, že zdravotní stav porostu může být objektivně a celoplošně určen 

sledováním změny indexu listové plochy v čase (LAI, viz. kapitoly 1.2 a 3.1.1). Hodnoceným 

faktorem tak nejsou absolutní hodnoty LAI, ale jejich relativní trendy ve sledovaném časovém 

intervalu. Trendy zdravotního stavu lesů – změny listové biomasy – jsou hodnoceny jako 

kumulativní suma meziročních změn LAI. Délka sledovaného období pro hodnocení trendů je 

uživatelsky volitelná pomocí nastavení počátečního a koncového roku analýzy, výchozím 

rokem je však léto 2015, od kterého máme k dispozici data Sentinel-2 (viz kapitola 3.3). 

Úspěšný systém monitoringu zdravotního stavu lesních porostů založený na sledování změny 

LAI musí bezpodmínečně splňovat tyto dva předpoklady: 

1) dostupnost kvalitních beozoblačných mozaik satelitních dat pro celé území České 

republiky v časové řadě pozorování (minimálně jednou za vegetační sezónu) 

2) produkt odvozený ze satelitních dat, který je dostatečně citlivý na širokou škálu 

hodnot LAI 

 

Zatímco samotné přípravě satelitních dat Sentinel-2 se do detailu věnovala kapitola 3.2, vývoj 

vhodného produktu odvezeného z dat Sentinel-2 a jeho validaci oproti dostupným datovým 

sadám je cílem následující kapitoly. 

 

3.4.2 Zisk hodnot LAI z dat Sentinel-2 
 

Jak již bylo představeno v kapitole 1.2, klasický přístup k zisku zájmového parametru 

z dat pasivního optického DPZ je za pomoci tzv. vegetačních indexů či transformace obrazu 

založené na analýze hlavních komponent (např. Tasseled Cap transformace), pokročilou 

metodou poté inverze modelu přenosu záření. Bez ohledu na to, zda se jedná o přímý zisk 

sledovaného parametru pomocí inverze modelu přenosu záření, či jeho sledování skrze 

vegetační index, výsledný produkt musí mít úzký vztah k datům pozemního šetření a být 

odolný na kontaminaci informace rozdílným stavem atmosféry v místě a čase snímkování. 

Zisk hodnot LAI je v metodice řešen následovně (Obrázek 19): 

1) nalezení vegetačního indexu / produktu citlivého na široký rozsah hodnot listové 

plochy (data pozemní pravdy) dostatečně odolného na změny stavu atmosféry 

2) vývoj predikčního modelu pro zisk hodnot LAI z indexu/produktu nalezeného v bodě 

1 pomocí pokročilých metod strojového učení 
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3) validace modelu oproti datům pozemního šetření a dalším relevantních datech 

(databáze ICPForests, těžba z dat Hansen et al.) 

 

 

Obrázek 19. Vývojový diagram zisku a validace produktu LAI z dat Sentinel-2 

 

Prvním krokem pro nalezení vhodného satelitního produktu citlivého na změny LAI je 

výpočet vybraných vegetačních indexů a transformací obrazů a porovnání jejich citlivosti 

oproti datům pozemního šetření pro vzorkované plochy. Z literární rešerše jsme předem 

vytipovali několik potenciálně vhodných indexů a transformací obrazů, které byly popsány v 
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předchozích studiích, které se věnovaly hodnocení zdravotního stavu lesních porostů (viz. 

kapitola 1.2). Jsou mezi nimi zástupci dvou “klasických” vegetačních indexů popisující 

normalizovaný rozdíl dvou spektrálních pásem (NDVI a NDII), index popisující inflekční bod 

pásma red-edge (REIP) a tři indexy odvozené z Tasseled Cap transformace obrazu (DI, DI’ a 

Wetness) – základní popis vybraných vegetačních indexů uvádí tabulka 5.  

 

Index Vzorec (p§sma dle Sentinel-2) Popis 

NDVI - Normalized 

Difference Vegetation 

Index 

ὄψτ  ὄτ

ὄψὃ  ὄτ
 

Kontrast pásma NIR a RED, 

citlivé na celkovou biomasu 

porostu 

NDII - Normalized 

Difference Infrared 

Index 

ὄψὃ  ὄρρ

ὄψὃ  ὄρρ
 

Kontrast pásma NIR a 

SWIR1, citlivé na množství 

vody v porostu 

REIP – Red Edge 

Inflection Point χππ τπ 

ὄτ  ὄχ
ς   ὄυ

ὄφ  ὄυ
 

Vlnová délka maxima růstu 

křivky v pásmu red-edge, 

citlivé na množství 

chlorofylů a listové biomasy 

DI – Disturbance index (Brightness) - (Wetness + 

Greeness)   

Matematická transformace 

tří komponent Tasseled Cap 

analýzy, citlivé na změnu 

zdravotního stavu lesa 

DI’ – Disturbance index’ (Wetness - Greeness)   Matematická transformace 

dvou komponent Tasseled 

Cap analýzy, citlivé na 

změnu zdravotního stavu 

lesa 

Wetness komponenta (0.1509 * B2) + (0.1973 * B3) + 

(0.3279 * B4) + (0.3406 * B8A ) 

- (0.7112 * B11) - (0.4572 * 

B12)  

Složka Tasseled Cap 

transformace obrazu citlivá 

na množství vody v porostu 

Tabulka 5. Přehled vegetačních indexů a transformace obrazu zkoumaných oproti datům 

pozemního šetření LAI. 

V následném kroku jsou extrahovány hodnoty těchto vybraných vegetačních indexů z 

mozaiky Sentinel-2 pro rok 2017 pro plochy, kde bylo provedené šetření LAI v letech 2015 - 

2017 a byly vyhotoveny rozptylogramy mezi hodnotami indexů / produktů a pozemním 

šetřením LAI (obrázek 20). Pro každou datovou sadu byl vypočten lineární regresní model a 

hodnoceny jeho parametry (koeficient determinace R2).  
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Obrázek 20. Rozptylogramy mezi studovanými indexy / produkty ze Sentinel-2 (osa X) a 

pozemním šetřením indexu listové plochy (osa Y). Tmavě zelenou barvou jsou vylišeny 

jehličnaté porosty, světle zelenou barvou listnaté porosty. 

Z analýzy rozptylogramů a koeficientů determinace lineární regrese vyplývají následující 

závěry: 

- vegetační index NDVI a REIP vypočítané z dat Sentinel-2 nemají vztah k datům 

pozemního šetření LAI, Koeficient determinace je pro oba indexy velmi nízký (R2 = 

0.01), vztahy jsou potenciálně odlišné pro jehličnaté a listnaté porosty. 
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- transformace Tasseled Cap ve formě indexu DI’ (Wetness - Greeness komponenta) má 

střední míru citlivosti na data pozemního šetření LAI (R2 = 0.29), funkční závislost je 

však druhově specifická. 

- nejvyšší potenciál pro predikci pozemně šetřených hodnot LAI mají indexy / produkty 

NDII (R2 = 0.57), DI (R2 = 0.63) a Wetness komponenta Tasseled Cap transformace 

(R2 = 0.58). Všechny tyto tři produkty rovněž mají shodný průběh pro jehličnaté i 

listnaté porosty. 

 

Pro následný vývoj predikčního modelu LAI se tak jeví jako perspektivní vegetační index 

NDII a dvě formy Tasseled Cap transformace obrazu - index DI a Wetness komponenta 

transformace. Pro praktické nasazení je kromě samotného vztahu k datům pozemního šetření 

důležitá rovněž odolnost indexu / produktu na kontaminaci informace aktuálním stavem 

atmosféry. Jelikož každý z indexů využívá jiné spektrum vlnových délek, jejich odolnost 

může být různá. Z těchto tří zamýšlených indexů Sentinel-2 má největší odolnost 

(konsistentní hodnoty) Wetness komponenta Tasseled Cap transformace obrazu (viz. obrázek 

21). Proto jsme pro vývoj predikčního modelu dále použili tuto.  

 

Obrázek 21. Porovnání konzistence hodnot vegetačního indexu NDII (nahoře) a Wetness 

kompomenty (dole) pro oblast s proměnlivým stavem atmosféry. 
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Tvorba predikčního modelu LAI z hodnot Wetness komponenty Tasseled Cap transformace 

byla provedena v software Matlab R2017b a jeho nástrojů strojového učení. Konkrétně jsme 

využili tzv. umělou neuronovou síť pro predikci hodnot LAI z Wetness. Neuronová síť je 

výkonný nelineární regresní model, který lze vyjádřit síťovou strukturou. V našem případě 

byla neuronová síť zkonstruována jako dvou vrstvá dopředná síť s 10 neurony ve skryté 

vrstvě a 1 neuronem na výstupní vrstvě se sigmoidální přenosovou funkcí ve skryté vrstvě a 

lineární ve výstupní vrstvě (detail návrhu neurální sítě je uveden na obrázku 22). 

 

Obrázek 22. Schéma návrhu umělé neuronové sítě pro zisk hodnot LAI z Wetness 

komponenty. 

Tvorba umělé neuronové sítě probíhá ve dvou krocích 

1) trénovací fáze - probíhá na 70% dat (hodnoty pozemního šetření LAI a k nim 

odpovídající hodnoty Wetness kompomenty). V této fázi se opakovaně mění hodnoty 

synapsí (váhové koeficienty mezi neurony) dokud není dosažena nejlepší soulad mezi 

vstupními a výstupními hodnotami sítě (optimalizace na základě kritéria nejmenších 

čtverců a metody Bayesian regularization). 

 

2) testovací fáze - natrénavaná neurální síť je aplikována pro predikci hodnot LAI z 

Wetness zbylých 30% dat (hodnot LAI) které nebyly použity pro trénování sítě 

 

Pro výše uvedenou konstrukci neuronové sítě jsme v trénovací fázi získali dobře 

natrénovanou síť (hodnota vícenásobného korelačního koeficientu R = 0.77, obrázek 23 

vlevo), v testovací fázi na 14 plochách jsme získali velmi dobrou predikci LAI z hodnot 

Wetness (R = 0.86, Obrázek 23 vpravo). Tato neurální síť byla uložena jako funkce v 

programovacím jazyce Matlab R2017b, která byla postupně aplikována per pixel na všechy 

obrazové pixely hodnot Wetness pro mozaiky let 2015, 2016 a 2017. Zisk hodnot LAI z 

mozaiky hodnot Wetness trvá při výpočtu na infrastruktuře IT4I a možnosti paralelního 

výpočtu (jeden výpočetní uzel, 24 jader) cca 30 minut (~15 jádrohodin). 
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Obrázek 23. Ukázka výkonu neuronové sítě pro predikci LAI z hodnot Wetness komponenty, 

vlevo - trénovací fáze, vpravo - testovací fáze. 

V naší metodice se opíráme o využití vegetačních indexů a základních transformací obrazu, 

pokročilé metody přímého zisku kvantitativních parametrů vegetace pomoci inverze modelu 

přenosu záření nejsou zahrnuty a to z několika praktických důvodů: 

1. jako projev zdravotního stavu vegetace hodnotíme relativní změnu produktu citlivého 

na množství listové biomasy, nikoliv jeho absolutní hodnoty. Absolutní hodnoty 

kvantitativních produktů tak nejsou uvažovány. 

2. jediným kvantitativním parametrem získaným inverzí modelu přenosu záření, který je 

možno přímo validovat oproti datům pozemního šetření je LAI. Množství chlorofylů a 

vody v pletivech je teoreticky možno získat, ale pro náš případ nikoliv validovat - 

nemáme k dispozici dostatečně reprezentativní data pozemního šetření o těchto 

parametrech. 

3. naopak k dispozici máme rozsáhlou databázi pozemního šetření indexů listové plochy 

pro širokou škálu lesních porostů různých struktur a druhového složení, pro kterou 

můžeme vyvinout pokročilý statistický predikční model. 

3.5 Validace satelitních produktů zdravotního stavu oproti datům pozemního 

šetření 

 
Aplikací funkce natrénované neurální sítě per pixel na všechny hodnoty Wetness pro 

mozaiky 2015, 2016 a 2017 jsme získali celorepublikové mapy LAI v časové řadě - základní 

datové sady pro hodnocení zdravotního stavu lesních porostů. Pro následnou interpretaci 

těchto dat ovšem musíme znát míru nejistoty, která se za daty skrývá. Proto jsme přistoupili k 

validaci získaných map LAI oproti třem datovým sadám - plné databázi pozemního šetření 

LAI (částečně využito pro natrénování neurální sítě), hodnotám defoliace z dat ICPForests a 

globální databáze těžby a přírůstků lesa Hansen et al. 
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3.5.1 Validace oproti indexu listové plochy 

 
První krok validace spočíval ve vzájemném porovnání hodnot LAI z pozemního 

šetření a získaných z per pixel aplikace natrénované neurální sítě na bezoblačnou mozaiku 

reflektancí Sentinel-2 pro rok 2017, resp. z ní vypočtených hodnot Wetness komponenty. 

Toto jsme provedli vynesení rozptylogramu mezi meřenými a získanými hodnotami LAI a 

hodnocením míry střední kvadratické chyby (Obrázek 24). 

 

Obrázek 24. Rozpylogram mezi měřenými (osa X) a získanými hodnotami LAI z dat 

Sentinel-2 (osa Y). Černou čerchovanou čarou je zobrazena přímka 1:1. 

Porovnání výsledů rozptylogramu mezi měřeními a získanými hodnotami LAI jsme 

pozorovali vysokou míru souladu mezi daty, všechny získané hodnoty LAI se pohybovaly 

blízko linie 1:1. Střední kvadratická chyba (RMSE) zisku LAI byla 0.53 a průměrná absolutní 

chyba (MAE) 0.41.  

 

3.5.2 Validace oproti hodnotám defoliace z ICPForests 

 
Dále jsme zkoumali vztah mezi daty defoliace z databáze ICPForests pro Českou 

republiku (laskavě poskytnuto Výzkumným ústavem lesního hospodářství a myslivosti) a daty 

Sentinel-2. To bylo provedeno v několika úrovních: 

1) zkoumání vztahu mezi hodnotami defoliace a produkty Sentinel-2 a vývoj predikčního 

modelu defoliace (analogicky k produktu LAI) 

2) porovnání získaných a měřených hodnot defoliace 

3) porovnání měřených hodnot defoliace oproti hodnotám LAI pro vzorkovací plochy 

ICPForests 
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V prvém kroku jsme porovnali měření hodnoty defoliace na úrovni porostu (zpracování dat 

viz. kapitola 3.1.2) pro shodné vegetační indexy a transformace obrazu jako v případě dat 

LAI. Opět jsme si tedy vynesli rozptylogramy a zkoumali míru korelace mezi datovými 

sadami - průměrnou hodnotou defoliace v roce 2014 a produkty Sentinel-2 z roku 2015 

(Obrázek 25). I přes nesoulad v čase pořízení dat můžeme považovat hodnoty defoliace 

ICPForests za vztažitelné k roku 2015 a to vzhledem k poměrně nízké meziroční variabilitě 

dat defoliace ICPForests (výsledky neprezentovány). 

 

Obrázek 25. Porovnání vztahu hodnot průměrné defoliace porostu (osa X) a hodnotami 

vegetačních indexů / transformací obrazu vypočítaných z dat Sentinel-2. 
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Oproti hodnotám pozemního šetření LAI pozorujeme u hodnot defoliace slabší vztah k 

satelitním datům Sentinel-2 (nejvyšší koeficient determinace R2 = 0.54, srovnej s R2 = 0.63 u 

datové sady LAI). Nejvyšší koeficienty determinace byly pozorovány pro shodnou sadu 

vegetačních indexů NDII (R2 = 0.53) a komponenty Wetness (R2 = 0.54). Oproti datasetu LAI 

měl jistou predikční schopnost defoliace i vegetační index NDVI (R2 = 0.29), naopak indexy 

DI, DI’ a REIP měly velmi nízký vztah s defoliací a jejich koeficient determinace se 

pohyboval pod 0.15. V posledním kroku jsme zde zkoumali vliv okolí vzorkovaného pixelu 

na sílu predikčních vztahů hodnot defoliace. Kromě bodového odhadu (hodnota pixelu 

Sentinel-2 náležící středu plochy ICPForests) jsme zkoumali i průměrné hodnoty pixelů z 

okolí 60 m a 500 m od středu plochy. Pozorovali jsme systematický pokles hodnot R2 z 

původních 0.53 na 0.51 u 60 m okolí a 0.16 u 500 m okolí (grafy neprezentovány). Můžeme 

konstatovat, že zakomponování širšího okolí od středu plochy ICPForests má negativní vliv 

na získané predikční vztahy a jako reprezentativní se jeví použít nejbližší pixel náležící středu 

plochy ICPForests. 

Vývoj predikčního modelu defoliace byl analogický k modelu pro LAI, opět jsme využili 

nástrojů strojového učení - neurální síť se shodnou architekturou a trénovacím algoritmem 

nad 70% datové sady (viz. kapitola 3.3.2, resp. obrázek 22). Jediným rozdílem bylo použití 

dvou vegetačních indexů NDII a Wetness na vstupu modelu pro zisk hodnoty defoliace. V 

trénovací (obrázek 26, vlevo) i testovací (obrázek 26, vpravo) fázi jsme získali neurální síť s 

výbornou schopností predikce defoliace na základě kombinace indexů NDII a Wetness 

(trénovací fáze R = 0.84, testovací fáze R = 0.88). 

 

Obrázek 26. Ukázka výkonu neuronové sítě pro predikci defoliace z hodnot indexů NDII a 

Wetness, vlevo - trénovací fáze, vpravo - testovací fáze. 

Při per pixel aplikaci na bezoblačnou mozaiku Sentinel-2 pro rok 2015, resp. z ní 

vypočtených hodnot NDII a Wetness jsme porovnali získané hodnoty defoliace oproti datům 

pozemního šetření pro vybrané plochy ICPForests šetřené v roce 2014. Opět jsme si vynesli 

data do ropzylogramu a hodnotili základní statistické parametry shody dat (Obrázek 27). 
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V porovnání s predikčním modelem LAI je model zisku defoliace o něco méně přesný 

(koeficient determinace R2 = 0.2, nezobrazeno), střední kvadratická chyba zisku defoliace je 

však jen 7.97%, což značí dobrou míru predikce defoliace z dat Sentinel-2. Relativně nízká 

hodnota koeficientu determinace může být způsobena úzkým rozsahem průměrných hodnot 

defoliací pohybujících se mezi 20 a 50 %. Vztah mezi datovými sadami není zcela lineární a 

má tendenci k mírnému nadhodnocování u nízkých hodnot defoliace ze satelitních dat. 

  

Obrázek 27. Rozpylogram mezi měřenými (osa X) a získanými hodnotami defoliace z dat 

Sentinel-2 (osa Y). Černou čerchovanou čarou je zobrazena přímka 1:1. 

V dalším kroku jsme přistoupili k porovnání hodnot defoliací oproti mapě LAI (získané 

aplikací predikčního modelu nad Wetness komponentou ze Sentinel-2 mozaika z roku 2015). 

Vynesli jsme do rozptylogramu hodnoty defoliace pro vybraných 194 ploch ICPForests a 

porovnali je s hodnotami LAI získanými aplikací predikčního modelu (Obrázek 28). 
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Obrázek 28. Vztah mezi pozemním šetřením průměrné defoliace na úrovni porostu z dat 

ICPForests (osa X) a k nim odpovídacími hodnotami LAI (osa Y) 

 

Zde pozorujeme silný lineární vztah mezi pozemními daty defoliace porostů a indexem 

listové plochy (R2 = 0.58), kdy s růstem průměrné defoliace na ploše klesá jeho LAI. Toto je 

logicky konzistentní a očekávatelný průběh kdy vysoké hodnoty LAI značí nízkou úroveň 

defoliace a naopak. Porosty s průměrnou defoliací přes 50% mají stále hodnoty LAI přes 2. 

Detekcí těžeb z rozdílových snímků LAI (resp. rozdílů míry defoliace) se věnuje následující 

kapitola. 

 

3.5.3 Porovnání detekce težeb ze Sentinel-2 oproti globální databázi těžeb dle 

Hansen et al. 

 
Jak již bylo představeno v kapitole 3.1.3, dataset Hansen et al. je unikátní 

celosvětovou mapou hranic lesa a jeho přírůstků a úbytků mezi roky 2000 a 2016. Ze své 

podstaty tak nezachycuje spojitou informaci o zdravotním stavu porostu (např. hodnotu LAI 

či defoliace) ale pouze binární informaci o výskytu lesa a jeho těžbě v daném roce. Vzhledem 

k tomu, že poslední aktualizace dat Hansen proběhla v roce 2016 můžeme porovnat mezi 

sebou těžby porostů mezi roky 2015 a 2016 (data Hansen) a změnu indexu listové plochy 

mezi roky 2015 a 2016 (data Sentinel-2). Z mapy změny LAI poté stanovíme empiricky 

prahovou hodnotu (pokles LAI o 1.3 a více, stanoveno empiricky srovnáním obou datových 

řad, odpovídá zvýšení defoliace cca o 40% a více), kterou označíme za těžbu v porostu. 

Celorepublikové mapy těžeb z dat Hansen a poklesu LAI ze Sentinel-2 jsme statisticky 

interpretovali následujícím způsobem: pro každý obrazový pixel je hodnocena shoda 

identifikace těžby v obou datových sadách, mohou nastat celkem 3 možnosti: 1) správná 



 

48 

identifikace těžby v obou datasetech, 2) těžba identifikována pouze v datech Hansen et al., 3) 

těžba identifikována pouze z poklesu LAI, 4) maskovaný pixel z důvodu přítomnosti 

oblačnosti či vrženého stínu. Výsledky porovnání jsou uvedeny v tabulce 6, ukázka porovnání 

produktů nad vybraným územím poté na obrázku 29. 

 

Těžba identifikována 

v obou datasetech 

Těžba identifikována 

pouze ze změny LAI 

Sentinel-2 

Těžba identekovaná 

pouze v datasetu 

Hansen et al. 

Maskováno 

(oblačnost, stín) 

83.7 % 9.5 % 5.5 % 1.3 % 

Tabulka 6. Statistické vyhodnocení míry shody detekce těžby mezi globálním datasetem 

Hansen et al. a výstupem našeho procesního řetězce dat Sentinel-2 (prahování hodnoty LAI).  

 

 

Obrázek 29. Ukázka porovnání detekce těžby z rozdílových dat LAI 2015 a 2016 a globální 

detekce těžby Hansen et al. pro rok 2016. 
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3.5.4 Porovnání produktů Sentinel-2 oproti hodnocení zdravotního stavu z 

leteckých hyperspektrálních dat 

 

Zdrojová data hodnocení zdravotního stavu lesních porostů z hyperspektrálních 

leteckých dat CASI v prostorovém měřítku 1 m (viz. kapitola 3.2) byla porovnána s výstupy 

Sentinel-2 následujícím způsobem. Výsledky analýzy v prostorovém měřítku 1 m byly 

převzorkovány na prostorové rozlišení 20 m. V následném kroku byl tento rastr převeden na 

vektorovou vrstvu, nad kterou se provedla zonální statistika - výpočet průměrné hodnoty 

vegetačních indexů z dat Sentinel-2 (bezoblačná mozaika pro léto 2017). Výsledky jsou 

prezentovány v grafech jako průměr a směrodatná odchylka pro jednotlivé třídy zdravotního 

stavu zjištěné analýzou leteckých hyperspektrálních dat (Obrázek 30). 

 

Obrázek 30. Průměr (kolečko) a směrodatná odchylka (vertikální přímky) vybraných 

vegetačních indexů Sentinel-2 pro jednotlivé třídy zdravotního stavu lesů z dat CASI. 
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Výsledek zobrazuje statisticky významné rozdíly mezi jednotlivými třídami zdravotního stavu 

z dat hyperspektrálního leteckého senzoru CASI (statistika neprezentována) pro vegetační 

indexy NDVI, NDII, Wetness komponentu a hodnoty LAI - každý z těchto indexů a produktů 

Sentinel-2 vykazuje průměrně statisticky významný nárůst mezi porosty špatného a dobrého 

zdravotního stavu. Naopak, obdobně jako u předchozích analýz, indexy REIP a DI vykazují 

slabou či žádnou souvislost se zdravotním stavem porostů. 

3.6 Návrh funkčního systému pro hodnocení zdravotního stavu lesů na úrovni 

katastrálních území 
 

Výchozí stav pro návrh funkčního systému hodnocení zdravotního stavu lesů je následující: 

1) byl vyvinut zpracovatelský řetězec dat Sentinel-2, který produkuje časové řady vysoce 

kvalitních bezoblačných mozaik České republiky pro uživatelem zvolené časové 

období (viz. kapitola 3.3) 

2) za využití pokročilých metod strojového učení byl vyvinut predikční model zisku 

hodnot LAI z dat Wetness komponenty Tasseled Cap transformace obrazu Sentinel-2 

(viz. kapitola 3.4). Model byl úspěšně validován oproti datům pozemního šetření 

(kapitola 3.5.1), existuje silný vztah mezi hodnotami LAI a pozemním šetřením 

defoliace (kapitola 3.5.2), hodnoty poklesu LAI o více než 1.3 mají úzký vztah ke 

globální databázi těžeb (kapitola 3.5.3) a zdravotním stavem šetřeným nad nezávislou 

datovou sadou leteckého hyperspektrálního DPZ velmi vysokého prostorového a 

spektrálního rozlišení (kapitola 3.5.4) 

 

Na základě těchto zjištění navrhujeme systém hodnocení zdravotního stavu lesních porostů, 

který bude hodnotit zdravotn² stav porostŢ jako zmŊnu hodnot LAI v ļase kde je kaģdĨ 

obrazovĨ pixel zaŚazen do jedn® ze ļtyŚ tŚ²d: 

I. výrazný přirůst LAI: změna +1.5 a vyšší 

II.  mírný přirůst LAI: změna 0 až +1.5 

III.  mírný pokles LAI: změna -1.5 až 0 

IV.  výrazný pokles LAI: změna -1.5 a nižší 

 

Celorepublikové hodnocení zdravotního stavu bude probíhat v rámci katastrálního území, kde 

se bude hodnotit pod²l lesn²ch porostŢ ve tŚ²dŊ IV k celkov® lesnatosti katastr§ln²ho 

¼zem² pro porosty do 80 let vŊku. Tato podmínka věku porostů vychází z předpokladu, že 

není možno vylišit plánovanou těžbu v porostech mýtního věku od nahodilé těžby - obojí se 

projeví prudkým poklesem hodnot LAI. Katastrální území bude zařazeno do 4 tříd dle podílu 

porostů zařazených ve IV. třídě zdravotního stavu do čtyř kategorií: 

Kategorie 1: 0 - 3% - velmi zdravé porosty 

Kategorie 2: 3 - 6% - převážně zdravé porosty 

Kategorie 3: 6 - 9% - středně zhoršené podmínky porostů 

Kategorie 4: více než 9% - velmi poškozené porosty 
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Zde je nutno zmínit, že takto navržené prahové hodnoty pro zařazení katastrálního území do 

jedné ze čtyř tříd je čistě empirický a hodnoty je možno škálovat dle požadavků uživatele 

systému. Konceptuální diagram celého systému je znázorněn na obrázku 31. 

 

Obrázek 31. Konceptuální diagram navrhovaného systému hodnocení zdravotního stavu 

lesních porostů na úrovni katastrálních území. 

Trendy zdravotního stavu navrhujeme hodnotit v plovoucím okně – kumulativní sumě 

meziročních změn LAI  - v rozsahu tří až pěti let. 

 

Ukázka mapových výstupů – mapy LAI pro roky 2015, 2016 a 2017 pro zájmové území SO 

ORP Bruntál a mapa katastrálních území s klasifikací dle výše navrženého systému následuje 

v kapitole 3.7 Mapové výstupy. Výčet katastrálních území s nejvíce poškozenými porosty 

poté v kapitole 3.8 Tabulkové výstupy. 
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3.7 Mapové výstupy 
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3.8 Tabulkové výstupy 
 

N§zev KĐ Celkov§ 

lesnatost [ha] 

Velmi poġkozen® 

porosty [ha] 

Pod²l velmi 

poġkozenĨch 

porostŢ [%] 

Velká Střelná 2777.84 474.44 17.08 

Skrbovice 850.44 342 40.21 

Čermná u Města Libavá 2412.16 282.4 11.71 

Dětřichov nad Bystřicí 1417.08 205.28 14.49 

Dřemovice u Města Libavá 1342.2 198.28 14.77 

Hrubá Voda 751.56 171.96 22.88 

Čabová 299.6 124.16 41.44 

Huzová 769.2 117.76 15.31 

Kozlov u Velkého Újezdu 

I 

204 111.64 54.73 

Krasov 900.12 105.92 11.77 

Nové Purkartice 247.68 94.04 37.97 

Staré Purkartice 268.56 76.76 28.58 

Janov u Krnova 373.68 76.4 20.45 

Dolany u Olomouce 582.04 75.16 12.91 

Moravský Beroun 252.76 72.52 28.69 

Město Libavá 533.28 71.4 13.39 

Dalov 469.88 70.64 15.03 

Nové Heřminovy 346.64 68.88 19.87 

Staré Město u Bruntálu 310.88 64.68 20.81 

Roudno 703.2 64.24 9.14 

Bruntál-město 261.32 60 22.96 

Petrovice ve Slezsku 536.6 57.6 10.73 

Domašov nad Bystřicí 437.32 52.2 11.94 

Veselíčko u Lipníka nad 

Bečvou 

486.6 51.64 10.61 

Kamenka 325.44 50.44 15.5 

Březová u Uherského 

Brodu 

353.96 50.32 14.22 

Nové Valteřice 408.88 48 11.74 

Staré Město pod 

Králickým Sněžníkem 

422.04 47.88 11.34 

Tršice 431.96 44.04 10.2 

Mezina 285.08 42.64 14.96 

Mutkov 285.2 41.72 14.63 

Guntramovice 409.52 37.92 9.26 

Jelení u Bruntálu 346.32 34.32 9.91 

Křišťanovice 333.76 32.08 9.61 

Tabulka 7. Výčet katastrálních území s významným zastoupením velmi poškozených porostů 

rozlohou nad 30 ha. 
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3.9 Známé problémy a nedostatky metodiky 
 

V současné době známé problémy a nedostatky metodiky do značné míry vychází ze 

specifikací použitých dat DPZ a jejich zpracování. Jedná se zejména o: 

1. kvalitu produkovaných bezoblačných mozaik České republiky - metodika se opírá o data 

optického DPZ, které jsou ze své podstaty citlivé na přítomnost oblačnosti. I přes použití v 

současné době nejlepšího možného zdroje (pozorování dvojice satelitů Sentinel-2 jsou s 

ostatními zdroji dat velmi častá) a pokročilých metod pro automatickou tvorbu 

bezoblačných mozaik využívající přístupu “big data”, můžou být některé konkrétní oblasti 

přesto pokryty oblačností, či oblačnost nemusí být správně identifikována. Toto vede k 

vymaskování oblasti z analýzy, případně k chybné analýze konkrétního pixelu v 

rozdílovém snímku hodnot LAI. 

 

2. kvalitu atmosferických korekcí - systém Sentinel-2 má velmi dobré předpoklady pro 

kvalitní automatizovatelné atmosferické korekce pořízených dat. Obsahuje několik 

spektrálních pásem, které byly speciálně navrženy pro zisk parametrů atmosféry v místě a 

čase snímkování a detekci různého typu oblačnosti, včetně obvykle obtížně 

detekovatelných cirrů. I přes to není detekce oblačnosti a atmosferické korekce zcela 

přesná, dle předchozích studií nebylo okolo 6% mraků správně detekováno (Hollstein et 

al., 2016). 

 

3. pozorování změny v rozdílné fenologické fázi vegetace - vegetace, obzvláště listnaté 

porosty, významně mění svoji odrazivost počas vegetační sezóny vzhledem k tomu, v jaké 

fenologické fázi se nacházejí. Porovnávané snímky tak musí zachycovat vegetaci vždy ve 

shodné fenofázi, jinak může dojít k nesprávné interpretaci změny odrazivosti (produktu 

Sentinel-2). Tento problém je v naší metodice řešen velmi robustně hodnocením maxima 

fenofáze vegetace individuálně pro každý pixel. Tímto by mělo být zaručeno, že mozaika 

České republiky zachycuje vždy vegetaci ve svém maximu. Přesto může nastat situace 

(např. dlouhodobá přítomnost oblačnosti či výpadek dat) kdy pro dané území nebudeme 

schopni získat její fenologické maximum, což může zkreslit výsledky analýz. 

 

4. detekce změn zdravotního stavu na úrovni jednotlivých stromů - prostorové rozlišení 

satelitních dat Sentinel-2 neumožňuje pracovat s prostorovým měřítkem jednotlivých 

stromů, ale zachycuje integrální informaci z území 20 x 20 m. Změna zdravotního stavu 

tak bude typicky pozorovatelná, až se projeví na větším počtu jedinců v daném území. 

 

5. interpretace pozorovaných těžeb s ohledem na jejich příčinu - samotná satelitní data 

Sentinel-2 nejsou schopná interpretovat příčinu změny zdravotního stavu lesů. Úhyn 

porostů v hospodářském lese se projeví na snímku jako holina po nahodilé těžbě. V 

metodice je toto adresováno analýzou porostů do 80 let věku, u kterých neočekáváme 

plánovanou těžbu po dosažení mýtního věku. To ovšem vyřadí z analýzy všechny porosty 

nad 80 let, u kterých nejsme schopni rozlišit čistě na základně satelitního snímku důvod 

pozorované těžby. Výsledky hodnocení zdravotního stavu na úrovni katastrálních území 
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tak nemusí být reprezentativní, pokud se např. významná část zhoršení zdravotního stavu 

projeví v porostech nad 80 let. 

 

6. rozdílná velikost katastrálních území a jejich vliv na zařazení do kategorií zdravotního 

stavu- interpretace rozdílových map LAI je provedena pro katastrální území (KÚ). Ty 

mají rozdílnou velikost a celkovou lesnatost. Vzhledem k tomu, že metodika zařazuje KÚ 

do jednotlivých tříd na základě pod²lu lesních porostů třídy IV k celkové lesnatosti KÚ, 

nemusí být zařazení reprezentativní pro KÚ malé rozlohy či lesnatosti. Případné finanční 

plnění vyplývající se zařazení KÚ do třídy IV tak navrhujeme vážit lesnatostí KÚ. 

4. Novost postupů 

 

Předložená metodika hodnocení zdravotního stavu porostů využívá a sama navrhuje 

několik zcela nových postupů při zpracování a intepretaci satelitních dat Sentinel-2. V prvé 

řadě se jedná o využití přístupu analýzy velkých dat (“big data”) pro automatizovanou tvorbu 

bezoblačných mozaik České republiky za využití všech dostupných pozorování satelitního 

systému Sentinel-2 (kapitola 3.3). Vzhledem k velmi častému snímkování jednou za 5 dní je 

množství analyzovaných dat enormní (cca 3 TB zdrojových dat ročně + analýzy L2 a L3 

produktů). Analýzy tak navrhujeme provádět nikoliv lokálně na omezených výpočetních 

prostředcích jednotlivých organizací, ale centrálně na některém z výpočetních středisek (v 

našem případě IT4Innovations). To na jednu stranu sebou přináší zvýšené nároky na zavedení 

procesní linky, na druhou stranu ovšem přináší zcela nové možnosti ve zpracování a 

interpretaci dat - např. automatizovanou tvorbu bezoblačné mozaiky, která zachycuje 

individuálně každý pixel ve svém maximu fenofáze. Toto umožňuje oproti běžnému 

mozaikování celých scén dosáhnout skutečně konzistentních a v čase porovnatelných výstupů 

pro celorepublikovou úroveň. Toto je dle naší vědomosti první aplikace tohoto přístupu 

analýzy satelitních dat v České republice. 

Kvalitní vstupní data jsou jen nezbytným základem pro úspěšnou interpretaci zdravotního 

stavu porostů. Zcela zásadním je dostupnost pozemních dat pro kalibraci a validaci modelu 

zdravotního stavu a nezávislých datových řad pro jejich robustnou validaci. Předložená 

metodika pracuje s několika nezávislými datovými sadami pozemního šetření zdravotního 

stavu lesních porostů v ČR, ať již se jedná o vlastní šetření indexu listové plochy či využití 

dostupných dat defoliací šetřených na plochách ICPForests. Zde jsou aplikovány pokročilé 

statistické metody strojového učení - umělé neuronové sítě - na vývoj predikčního modelu 

indexu listové plochy z vybraných produktů Sentinel-2. Výstupy predikčního modelu jsou 

dále porovnávány s globální databází těžeb či hodnocením zdravotního stavu z dat leteckého 

hyperspektrálního snímkování. Využití pokročilých statistických modelů a šíře dat 

dostupných pro kalibraci a validaci modelu je v tomto směru rovněž unikátní. 
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5. Popis uplatnění 

 

Výstupy metodiky hodnocení zdravotního stavu budou využity jako podklad pro 

plánovanou novelizaci vyhlášky č. 78 Ministerstva zemědělství ze dne 18. března 1996 o 

stanovení pásem ohrožení lesů pod vlivem imisí, která vychází ze zmocnění § 10 odst. 1 

zákona č. 289/1995 Sb., o lesích a o změně a doplnění některých zákonů (lesní zákon). 

Nepřímo s vyhláškou souvisí ustanovení § 46 odst. 1 písm. d lesního zákona o příspěvku na 

opatření k obnově lesů poškozených imisemi a lesů chřadnoucích vinou antropogenních vlivů 

a také § 4 odst. 1 písm. s zákona č. 338/1992 Sb. o dani z nemovitých věcí ve znění 

pozdějších předpisů, který osvobozuje od daně z nemovitostí „pozemky určené k plnění 

funkcí lesa, na nichž se nacházejí lesy hospodářské pod vlivem imisí, zařazené do dvou 

nejvyšších pásem ohrožení“. Stávající metodika hodnocení zdravotního stavu porostů byla 

založena na využití satelitních dat Landsat 5 a vznikla kolem roku 1995. Ve své době vzniku 

vyhovovala požadavkům zadavatele. Tento koncept hodnocení zdravotního stavu lesa na 

základě dodávaných klasifikovaných mapových sad Stoklasa Tech je s ohledem na jejich 

limity překonaný. Proto MZe uložilo ÚHÚL vytvořením této nové metodiky hodnocení 

zdravotního stavu, které budou využity při novelizaci výše uvedené vyhlášky. 

Výstupy hodnocení změny zdravotního stavu lesa jednotně zpracované přes celou ČR mohou 

být dále využity pro optimální nasměrování vybraných dotačních titulů a finančních příspěvků 

právě do lokalit, kde dochází k výraznému zhoršení zdravotního stavu porostů. Toto 

vyhodnocení změny zdravotního stavu se předpokládá realizovat vždy jednou za rok na 

základě změny vegetačního indexu mezi shodným fenologickým obdobím (maximum 

vegetační sezóny – fenologické léto). Pro tento účel využití se předpokládá aktualizace zón 

ohrožení lesů (území se shodnou dynamikou změny stavu lesa) jednou za 3-5 let.  

Další oblastí uplatnění je využití výstupů pro monitoring mimořádných událostí. Autoři 

metodiky již metodu uplatnili při zahájení dlouhodobého monitoringu rozsáhlému chřadnutí 

smrku ztepilého na území tří krajů: Moravskoslezského, Olomouckého a Zlínského. Tento 

monitoring bude sloužit také jako významný podklad pro zpracování „Generelu obnovy 

lesních porostů postižených chřadnutím smrku na severní Moravě a ve Slezsku“. Tento 

generel je založen na kombinaci metod dálkového průzkumu Země a informacích pozemního 

šetření, které jsou doplněny o další podklady od vlastníků lesů a státní správy. Generel se 

bude zaměřovat především na vyhodnocení vývoje kalamitní situace spojené s chřadnutím 

smrku ztepilého a návrhem obnovy lesních porostů po kalamitě.   

Analýzy nad satelitními daty Sentinel-2, které využívají procesní linku ustanovenou na 

Ústavu pro hospodářskou úpravu lesů, budou volně dostupné na webovém portálu ÚHÚL 

včetně před-zpracovaní těchto dat ve formě bezešvých bezoblačných mozaik České republiky 

pro jednotlivé roky (případně jiné časové období zadané uživatelem). Předběžně již o tyto 

analýzy projevily zájem další resortní organizace MZe (např. Výzkumný ústav lesního 

hospodářství a myslivosti, v. v. i.) a existuje reálný předpoklad použití těchto výstupů i u 

dalších odborných organizací. Kormě map hodnocení zdravotního stavu lesa jsou již dnes tyto 

analýzy využívaný při tvorbě odvozených produktů jako např. mapa dřevin (v současné době 

v kategorizaci základních hospodářských dřevin, tj. SM, BO, BK, DB a ostatní listnaté a 

ostatní jehličnaté).   
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6. Ekonomické aspekty 

 

Stanovit konkrétní ekonomický dopad při aplikaci metodiky hodnocení zdravotního 

stavu lesů je obtížné, jelikož její primární cíl není zaměřen na přímý ekonomický profit. Ten 

vzniká vlastníkům až druhotně.  Ekonomické dopady spojené s využitím této metody souvisí 

se způsobem jejího uplatnění popsané v kapitole 5. 

Vymezením zón zvýšeného ohrožení lesů (území s výrazným zhoršením zdravotního stavu) 

pro účely efektivního nasměrování dotačních příspěvků a finančních příspěvků z veřejných 

zdrojů umožní vlastníkům lesa kompenzovat do určité míry ztráty na hospodaření, které jim 

vznikají na těchto postižených území lesa. Obecným předpokladem je, že vlastník lesa 

hospodařící na území bez výrazného zhoršení zdravotního stavu těchto porostů dosáhne 

lepšího ekonomického výsledku, než vlastník, který hospodaří na takto postiženém území. 

V rámci celé ČR nelze jednoznačně určit konkrétní příčinu zhoršení zdravotního stavu pro 

každou územní jednotku, ale předpokládáme, že hlavními faktory jsou činitelé, které nemůže 

vlastník ovlivnit (změny klimatu spojené zejména s projevy sucha, znečistění ovzduší včetně 

následné acidifikace půd, apod.). Při aplikaci této metody do plánované novelizace 

legislativních předpisů (viz kapitola 5) dojde i k vymezení území osvobozeného  od daně z 

nemovitých věcí zařazené do dvou nejvyšších „zón ohrožení lesů“. 

V současné době se toto osvobození od daně lesů zařazených do pásem „A“ a „B“ podle 

platné vyhl. č. 78/1996 Sb. týká celkem XX ha a činí Y miliónů Kč (údaje za rok 2016). 

S ohledem na skutečnost, že metoda zařazování lesů do pásem ohrožení imisemi obsažená ve 

vyhl. 78/1996 Sb. je již překonaná, protože projevy poškození zdravotního stavu lesních 

porostů jsou oproti minulému století odlišné, je toto vymezení dlouhodobě neobhajitelné a 

neudržitelné. Pokud by nebyla vyhl. 78/1996 Sb. novelizována a metodika nahrazena, 

vlastníci lesů by o toto osvobození s vysokou pravděpodobností přišli. Podobná je situace 

v případě dotací na obnovu lesů poškozených imisemi, při jejichž přidělování se také dosud 

vychází s pásem ohrožení vymezených podle zastaralé vyhlášky. Celková výše těchto dotací 

v roce 2016 činila 18,1 mil. Kč. 

Výstupy metodiky hodnocení zdravotního stavu mají značný potenciál pro systematický 

monitoring (nejen) smrkových porostů v České republice na úrovni lesních porostů. Kromě 

podkladů pro státní správu a samosprávu předpokládáme i jejich využití v oblasti vědy a 

výzkumu, kde jako volně dostupný certifikovaný podklad mohou snížit náklady spojené 

s vyhotovením takového monitoringu jinými metodami v rámci jednotlivých projektů 

případně studií.  

Pro vlastníky lesů představuje druhotný ekonomický aspekt přijímání vhodných opatření na 

základě hodnocení vývoje zdravotního stavu konkrétních lesních porostů (snížit náklady např. 

na výchovu v nevhodných porostech, lépe odhadnout vývoj objemu kalamitního dříví pro 

jednání se zpracovatelským řetězcem apod.).  

Ekonomickou výhodou této metodiky je nízkonákladový provoz a jeho dlouhodobá 

udržitelnost včetně garance zachování časového a prostorového rámec. Snímkování území 

každých pět dní, satelitní data Sentinel-2 jsou distribuována Evropskou vesmírnou agenturou 

zcela zdarma s předpokladem zachování zdrojů v řádech desítek let. Dodatečnými náklady je 

zatíženo následná správa, zpracování a interpretace enormního množství těchto dat. To je ze 
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strany ÚHÚL řešeno na bázi smluvního přístupu na infrastrukturu národního 

superpočítačového centra IT4Innovations.  

7. Poděkování 

 

Projekt byl řešen za podpory projektu Horizon 2020 “DataBio” a částečně díky 

Grantové akademie ČR v rámci projektu “Radiační bilance lesních porostů České republiky”, 

GJ17-05608Y. Velký dík patří Výzkumnému ústavu lesní hospodářství a myslivosti za 

poskytnutí dat defoliací z projektu ICPForests a pracovníkům Ústavu pro hospodářskou 

úpravu lesů z poboček Frýdek-Místek, Kroměříž, Brno, Jablonec a Plzeň za pomoc při sběru 

digitálních hemisferických fotografií na plochách Národní inventarizace lesů. Rovněž 

děkujeme IT4Innovations za poskytnutí přístupu na výpočetní infrastrukturu v rámci pilotní 

implementace procesního řetězce satelitních dat Sentinel-2. 
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9. Publikace, které předcházely metodice 

 

Vývoj metodiky hodnocení zdravotního stavu byl průběžně prezentován na mnoha 

konferencích a setkáních odborné lesnické veřejnosti, např. na 5. českém uživatelském fóru 

Copernicus, XIX. Sněmu lesníků, Osvětovém semináři Ministerstva zemědělství a mnoha 

interních setkáních se zástupci lesů ČR a revírníků lesních správ Bruntál, Vítkov a 

Vojenských lesů, pobočka Lipník nad Bečvou. Výstupy metodiky jsou zamýšleny k publikaci 

v odborném anglicky psaném recenzovaném periodiku. 


